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Chapitre 1

Introduction générale

1.1 Le secteur de l'électricité dans le monde

La demande totale en énergie primaire dans le monde s'élevait en 2016 à 13 300
Mtep 1 avec près de 80% de cette demande couverte par les ressources fossiles à savoir le
pétrole, le charbon et le gaz naturel [3]. L'Agence Internationale de l'Énergie (AIE) dans
son principal scénario d'évolution de la demande en énergie prévoit une augmentation de
la demande de l'ordre de 30% à l'horizon 2040. Cette hausse de la demande en énergie
concerne toutes les sources d'énergies.

Parallèlement à cette augmentation de la demande en énergie, la grande majorité des
états de la planète ont pris conscience de l'e�et de la production énergétique sur le ré-
chau�ement climatique. L'accord de Paris sur le climat [4], entré en vigueur en novembre
2016, a placé le secteur de l'énergie au c÷ur des discussions. En e�et, ce secteur, respon-
sable d'au moins deux tiers des émissions de gaz à e�et de serre doit être transformé pour
atteindre les objectifs de l'accord de Paris notamment sur les valeurs seuils d'élévation de
la température de la planète. La nécessité de préserver l'environnement, couplée à l'im-
pératif de réponse à une demande en énergie grandissante conduit à ce qu'on appelle la
transition énergétique ou la refonte du secteur de l'énergie. Cette transition se matérialise
par la poussée des investissements dans les sources d'énergie faiblement carbonées, l'ac-
croissement de l'e�cacité énergétique et l'amélioration de l'intensité énergétique à l'échelle
de l'économie mondiale. Cette transition énergétique se traduit aussi par la réduction des
investissements dans les secteurs pétroliers et gaziers essentiellement portée par la re-
fonte des politiques de subvention. La transition énergétique touche aussi le secteur du
charbon, dont l'utilisation tend à plafonner sous le poids des nombreuses préoccupations
environnementales. Quant au secteur du nucléaire, la réduction de son importance est
envisagée par la plupart des pays utilisateurs à part la Chine qui porte quasiment à elle
seule l'augmentation des investissements de la �lière.

Le développement des énergies renouvelables est la principale source de transformation
du secteur de l'électricité. En 2015, la source d'énergie renouvelable la plus utilisée est le
charbon de bois et les biocarburants solides car ils sont très prisés dans les pays en déve-
loppement pour la cuisson et le chau�age. L'énergie hydraulique est la deuxième source
d'énergie renouvelable suivie par l'ensemble constitué de la géothermie, les biogaz, les bio-
carburants liquides, le solaire, l'éolien et la marée [5]. Dans le cas spéci�que des pays de
l'Organisation de Coopération et de Développement Économiques (OCDE), la principale
source d'énergie renouvelable est l'hydroélectricité suivie par l'éolien, les biocarburants

1. Million de tonnes équivalent pétrole
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et le solaire. Ces di�érentes sources d'énergie représentaient en 2016 environ 24% de la
production totale d'électricité de l'OCDE, la plus grande part de renouvelables jamais
observée depuis 1990 [5]. Des e�orts supplémentaires sont attendus sur l'augmentation de
la part des énergies renouvelables dans la production d'électricité des pays de l'OCDE.
La �gure 1.1 montre la puissance photovoltaïque connectée dans l'Union Européenne en
2016. L'Allemagne, l'Italie et le Royaume-Uni présentent les puissances installées les plus
importantes. La France arrive en quatrième position.

Figure 1.1 � Puissance photovoltaïque connectée et cumulée dans l'Union européenne en
2016 (en MWc). Source : EurObserv'ER 2017
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1.2 Les énergies renouvelables en France et l'enjeu de la
prévision

En France, les objectifs spéci�ques à atteindre pour réussir la transition énergétique
sont consignés dans la loi relative à la transition énergétique pour la croissance verte (loi n
2015-992 du 17 août 2015) [6]. Le premier article du titre premier stipule que la politique
énergétique de la France doit favoriser l'émergence d'une économie compétitive, assurer la
sécurité d'approvisionnement et réduire la dépendance aux importations. Elle doit aussi
préserver la santé humaine et l'environnement, en particulier en luttant contre l'aggrava-
tion de l'e�et de serre. La politique énergétique doit aussi contribuer à la mise en place
d'une Union Européenne de l'énergie, qui vise à garantir la sécurité d'approvisionnement
et à construire une économie décarbonnée et compétitive, au moyen du développement
des énergies renouvelables, des interconnexions physiques, du soutien à l'amélioration de
l'e�cacité énergétique et de la mise en place d'instruments de coordination des politiques
nationales. Les énergies renouvelables ont donc une place de choix dans la transition
énergétique en France. Les axes prioritaires et les di�érentes stratégies à mettre en place
pour atteindre ces objectifs sont dé�nis dans la programmation pluriannuelle de l'énergie
(PPE) portée par le Ministère de l'environnement, de l'énergie et de la mer, en charge
des relations internationales sur le climat (dénomination de 2016). Dans la PPE l'objectif
�xé pour 2023 pour le développement des énergies renouvelables est d'augmenter de plus
de 70% la capacité installée des énergies renouvelables par rapport au niveau de 2014 [7].

Le parc de production d'électricité renouvelable en France métropolitaine a�chait au
31 mars 2017 une puissance installée de 46 392 MW répartis sur les di�érents réseaux
des acteurs du secteur. Dans ce parc, la �lière la plus importante est l'hydraulique sui-
vie des �lières éolienne et solaire. Au 31 mars 2017, le parc solaire installé en France
métropolitaine atteint une capacité installée de 6 854 MW2. La �gure 1.2 présente les
niveaux de raccordement par région. Les régions du sud de la France à savoir la Nouvelle-
Aquitaine, l'Occitanie présentent les puissances installées les plus importantes. Elles sont
suivies des régions Provence-Alpes-Côte d'Azur et Auvergne-Rhône-Alpes. Ce sont aussi
ces régions qui présentent les meilleurs niveaux d'ensoleillement en France. Ces chi�res
sont très encourageants et montrent une bonne croissance des puissances solaires raccor-
dées par rapport au niveau de 2015 (6 196 MW). Cette croissance peut s'expliquer par
les e�orts d'innovation pour réduire les coûts d'implantation de moyen de production et
une meilleure structuration de la �lière industrielle.

Pour atteindre les objectifs de la PPE, la seule réduction du coût des énergies re-
nouvelables n'est pas su�sante. En e�et, depuis 2007, la quasi-totalité de la puissance
photovoltaïque installée en France est raccordée au réseau donnant ainsi naissance à des
enjeux importants pour les gestionnaires de réseaux chargés de raccorder les centrales
et de garantir la sécurité du système électrique. La conception du réseau électrique en
France est basée sur une production � commandable �, disponible et raccordée au réseau
de transport ce qui n'est pas le cas des sources de production d'énergies renouvelables
météo-dépendantes comme l'éolien et le solaire. Les réseaux électriques des autres pays de
la zone Union Européenne sont aussi conçus suivant les mêmes principes. Les réseaux sont
soumis à la variabilité et l'intermittence de la production renouvelable qui compliquent
l'équation de l'équilibre entre l'o�re et la demande qui doit être maintenu en permanence.
Avec l'accroissement de la puissance photovoltaïque installée, il est donc impératif d'avoir

2. Les données sont extraites du "Panorama de l'électricité renouvelable au 31 Mars 2017" qui est un
état des lieux détaillé des principales �lières de production d'électricité de source renouvelable publié par
RTE, le SER, Enedis et l'ADEeF.
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Figure 1.2 � Puissance solaire raccordée par région au 31 mars 2017 en France. Les ré-
gions Nouvelle-Aquitaine et Occitanie constituent les plus importants pôles de production
d'électricité photovoltaïque. Source : RTE

des prévisions �ables de la production à court-terme, c.à.d. pour les horizons de quelques
minutes à quelques jours.

La prévision de la production a aussi un fort intérêt économique car elle permet de
réduire les coûts liés à la réserve [8], d'optimiser les décisions sur le marché de l'énergie, de
réduire les coûts de régulation, d'accroitre la compétitivité des énergies renouvelables et
de gérer les congestions [9]. De récentes études sur l'intégration des énergies renouvelables
ont aussi montré le rôle prépondérant de la prévision court-terme dans la mise en ÷uvre
des smart grids [8].

1.3 Etat de l'art de la prévision PV

Dans la littérature, il existe de nombreuses méthodes de prévision de la production
PV [10, 11, 2, 12]. Ces méthodes peuvent être regroupées en trois grandes familles [11] :
les méthodes statistiques, les méthodes physiques et les méthodes hybrides. Ces méthodes
fournissent soit des prévisions de l'irradiation soit des prévisions directes de production.
Le choix d'une méthode de prévision peut être guidé par plusieurs paramètres à savoir le
besoin auquel doit répondre la prévision (plani�cation, management de la réserve, par-
ticipation au marché, etc.), l'horizon de prévision envisagé et aussi le type de données
disponibles. Ces trois paramètres sont étroitement liés. En e�et, le besoin à l'origine de la
prévision permet de déterminer quels sont les horizons intéressants et donc quelles sont
les données à utiliser. Il existe diverses sources de données utilisables dans le cadre de la
prévision de production PV à savoir les mesures production et de variables météorolo-
giques comme l'irradiation solaire, les prévisions météorologiques, les images de caméras
ou de satellites. Une approche intéressante est de regrouper les modèles de prévisions par
horizons croissants de quelques minutes à plusieurs jours.
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Dans le cadre de la prévision PV on retrouve la classi�cation en fonction des horizons
de prévision suivante [13] :

� des prévisions intra-horaires (de 15 min à 2h avec un pas temps de 1min) ;

� des prévisions à très court-terme pour des horizons de quelques heures (� 1h - 6h) ;

� des prévisions à court terme pour des horizons de quelques jours (1 jour - 3 jours) ;

� des prévisions à moyen-terme (1 semaine - 3/4 mois) ;

� des prévisions à long-terme ( � 1 an).

Les prévisions intra-horaires et très court-terme qui couvrent des horizons allant de moins
de quelques minutes à quelques heures sont essentielles aux activités de traitement de la
variabilité, de suivi de la production, d'ajustement de la charge et de gestion du stockage.
La prévision à moyen terme est utilisée dans le cadre du management et du trading
d'énergie. La prévision à long terme quant à elle permet une meilleure plani�cation et
optimisation des ressources. On retrouve dans la littérature des comparaisons de méthodes
de prévision pour des horizons court et très court-terme [14, 15, 16] et des analyses
détaillées de ces méthodes suivant le type de données d'entrées [2].

Dans la suite, nous proposons une revue des méthodes de prévision de l'irradiation
solaire et de la production PV classi�ées par thèmes. Les thèmes choisis ont pour but de
regrouper les méthodes de prévision qui sont pertinentes dans le cadre de cette thèse.

Les modèles météorologiques

Les principaux modèles utilisés dans la littérature pour la prévision de l'irradiation
solaire sont des modèles météorologiques. Ils sont dénommés modèles NWP (Numeri-
cal Weather Prediction) [17] à cause de leur caractère numérique et sont des modèles
physiques complexes (résolution de système non linéaire d'équations di�érentielles) qui
permettent de prévoir di�érentes variables météorologiques. Le principe général de ces
méthodes repose sur une bonne connaissance au temps initial de l'état de l'atmosphère et
des principes/lois physiques qui régissent les changements d'état de l'atmosphère [2]. Le
fonctionnement des modèles NWP peut être décrit par la �gure 1.3. On commence par
choisir une zone (un domaine), qu'on discrétise ensuite spatialement suivant une résolution
choisie. En�n les modèles NWP prévoient les informations désirées en résolvant des équa-
tions de thermodynamique. Les modèles NWP ont beaucoup évolué et leur amélioration
est très dépendante des capacités de calcul.

Figure 1.3 � Principe de fonctionnement de base des modèles NWP. La variable prédite
ici est la température à la surface et l'horizon de prévision est 18 h. Source : Inman [2]

Les modèles NWP se divisent en modèles globaux ou régionaux. Parmi les modèles
globaux, on peut citer le modèle ECMWF (European Centre for Medium-Range Weather
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Forecasts) et le modèle GFS (Global Forecast System). Le modèle GFS a été développé
aux Etats-Unis (National Centers for Environmental Prediction) et propose un accès gra-
tuit aux données. Le modèle ECMWF développé par l'organisation intergouvernementale
Européenne propose un accès payant aux données opérationnelles à travers les organismes
météorologiques nationaux. Parmi les modèles régionaux on peut citer les modèles NAM
(North American Mesoscale), RAP ou RAR (Rapid Refresh) qui o�rent un accès gratuit
aux données. Le tableau 1.1 présente les principales caractéristiques de ces modèles et la
�gure 1.4 montre le système de coordonnées utilisées pour le découpage.

Tableau 1.1 � Caractéristiques de quelques modèles NWP. Les modèles ECMWF et GFS
sont des modèles globaux. Source : Kleissl [1]

Modèles ECWF GFS NAM RAP
Résolution spatiale horizontale (km) 16 (T1279) 50 (0.5) 12 (0.1) 13
Nombre de niveaux verticaux 91 47 42 50
Résolution temporelle en sortie (heures) 3 3 1 1
Horizon de prévision 6 jours 8 jours 36 heures 18 heures

Figure 1.4 � Description des systèmes de coordonnées et des procédés physiques dans
un modèle NWP. Source : Wikipedia

Les sorties des modèles NWP sont très rarement utilisées brutes. Elles peuvent être
couplées à des observations d'images satellites ou de caméras hémisphériques qui per-
mettent de décrire la couverture nuageuse au niveau des centrales par l'étude des mouve-
ments des nuages [18, 19, 20]. Ces sorties peuvent aussi être injectées dans des modèles
statistiques a�n de prévoir l'irradiation ou la production PV. Ces modèles présentent plu-

18



Introduction générale

sieurs limitations. La première concerne les temps de calcul (et de mise à jour) importants.
En e�et malgré les avancées dans le domaine pour construire des modèles plus rapides
en réduisant le nombre de paramètres ré-estimés par exemple, les temps de calcul et de
mise à jour restent des freins importants pour l'exploitation des produits de ces modèles
dans le cadre de la prévision à court terme. Une autre limitation concerne la résolution
spatiale de ces modèles qui rend impossible la descente à des niveaux microscopiques de
la physique qui sont associés à la formation des nuages. Les séries d'irradiation fournies
en sortie des modèles NWP sont souvent traitées par un second modèle "�ltre" qui permet
de les épurer de la variabilité due au cycle solaire. Cette variabilité étant connue avec une
bonne précision ces modèles �ltres sont intéressants en ce sens où ils permettent de se
concentrer sur les autres sources de variabilité. Ces modèles "�ltres" sont dits modèles de
ciel-clair.

Les modèles ciel-clair

Le rayonnement solaire au sol est variable dans le temps (et dans l'espace). Cette
variabilité est due à la position du soleil, à l'état de l'atmosphère (vapeur d'eau, ozone,
aérosol) et en�n à la couverture nuageuse. Cette variabilité de la ressource solaire entraine
celle de la production d'énergie grâce aux systèmes PV. Le rayonnement solaire au sol
peut être modélisé par le produit du rayonnement ciel-clair par les e�ets d'atténuation dus
aux nuages y compris l'albédo. Le rayonnement ciel-clair est observé lorsqu'il n'y aucun
nuage. Il dépend donc essentiellement de la distance Terre/Soleil, de l'altitude et aussi
de paramètres décrivant les gaz et particules de l'atmosphère même sans nuages. Il existe
dans la littérature plusieurs modèles pour décrire le rayonnement ciel-clair [2, 21]. Le
modèle auquel nous nous référerons ici est le modèle ESRA (European Solar Radiation
Atlas) [22]. La variation de composition de l'atmosphère est prise en compte dans ce
modèle par le trouble de Linke (Linke Turbidity Factor) calculé à partir d'une base de
données en moyenne mensuelle. La �gure 1.5 présente un exemple de série d'irradiation au
sol (GHI, global horizontal irradiance) donnée par le modèle ciel-clair ESRA pour l'année
2014. On peut y observer les cycles journaliers et annuels.

Dans le cadre de la prévision de l'irradiation (ou rayonnement), on dé�nit un in-
dice de ciel-clair (initialement dé�ni comme indice de clarté ou de couverture nuageuse
[23, 24, 25]). Cet indicekc est le ratio entre l'irradiation globale mesuréeGHI , et l'irra-
diation estimée par un modèle ciel-clairGHI clear comme dé�nie par kc = GHI=GHI clear .
L'irradiation ciel-clair GHI clear peut être fournie par l'un des modèles de la littérature
énumérés au paragraphe précédent. L'indice de ciel-clair est une variable bornée (théori-
quement) entre 0 et 1. La division par l'irradiation estimée sous conditions de ciel-clair
permet ainsi d'extraire les cycles connus de l'irradiation pour se concentrer sur les varia-
tions liées à la couverture nuageuse.

Il existe aussi dans la littérature des indices ciel-clair purement statistiques utilisés
pour normaliser non pas les séries d'irradiation mais celles de production PV. Ces modèles
ne nécessitent aucune connaissance physique préalable des interactions dans l'atmosphère
mais seulement les informations tirées des observations [26, 12]. Le modèle ciel-clair est
dé�ni comme une fonction du jour de l'année et du moment de la journée. Dans ces modèles
ciel-clair statistiques, la régression par noyau et la régression quantile sont utilisés pour
estimer les fonctions de lien adéquates entre la production et les variables temporelles.
Ce modèle ciel-clair issu de l'apprentissage statistique permet de dé�nir un indice ciel-
clair pour la production PV [27]. Cet indice sert non seulement à normaliser les séries de
production mais aussi de réduire leur non stationnarité. Les séries normalisées sont plus
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Figure 1.5 � Irradiation globale sur plan horizontal (GHI) fournie par le modèle ciel clair
ESRA pour l'année 2014. Site d'évaluation : une centrale PV dans le sud-est de la France

proches des propriétés de stationnarité que les séries originelles ce qui facilite l'application
de méthodes classiques de traitement de séries temporelles [28]. Cette modélisation ciel-
clair statistique pose plusieurs problèmes. Le premier est l'absence dans la littérature de
dé�nition claire du processus d'estimation des fonctions de lien entre la production ciel-
clair et le moment de la journée. De plus, dans la littérature, les références proposant une
méthode de ciel-clair statistique pour normaliser les séries de production ne présentent
pas d'analyse post-stationnarisation des propriétés des nouvelles séries que ce soit au sens
des indicateurs de stationnarité que de la performance de ces séries pour la prévision.

La prévision déterministe de la production PV

Il existe plusieurs méthodes dans la littérature qui permettent de fournir des prévisions
de la production PV. Dans cette partie nous décrivons les méthodes dites déterministes
en ce sens qu'elles fournissent pour chaque instant de l'horizon de prévision une seule
valeur qui est la production moyenne attendue. La production d'un système PV peut
être prévue par couplage des prévisions météorologiques de type NWP avec les carac-
téristiques des centrales (position, orientation, puissance crête, etc.) [29]. Les prévisions
de production peuvent aussi être obtenues grâce à des modèles de traitement de séries
temporelles qui peuvent combiner les données de mesures avec des variables exogènes.
Dans la littérature, on retrouve un large éventail de méthodes utilisables pour prévoir
la production PV à un instant donné. La �gure 1.6 présente une schématisation de la
prévision déterministe de la production PV. Les modèles autorégressifs et de type Box et
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Figure 1.6 � Illustration des méthodes de prévision déterministe à court-terme de la
production PV.

Jenkins [30, 12, 26] par exemple sont très couramment utilisés pour prévoir la production
PV. Ces modèles exploitent les historiques de mesure sur site et de prévisions météorolo-
giques en recherchant les similarités avec les observations passées. Dans la même optique,
certains modèles fournissent des prévisions de production en construisant des classes de
"situations" de production ou météorologiques semblables à celle observées au moment
auquel la prévision est faite. Ces modèles sont appelés modèles "analogues" [15, 31, 32].
C'est ce même principe de recherche de situation semblable qui est utilisé dans [33] pour
prévoir la production PV lorsque les panneaux sont couverts de neige. La production PV
peut aussi être prévue par combinaison de di�érents modèles de prévisions [34, 35] ou par
des approches non paramétriques [30].

Les méthodes d'intelligence arti�cielle sont aussi très utilisées dans la littérature pour
prévoir la production PV. Les réseaux de neurones [36] sont les plus fréquemment utilisés.
Il existe di�érents types de réseaux de neurones comme les Feed Forward Neural Network,
les Radial Basis function Neural Network et les Recurrent Neural Network (RNN) par
exemple. Ces méthodes peuvent être implémentées et comparées dans le but de choisir la
meilleure fonction d'activation et les caractéristiques optimales du réseau pour la prévision
de la production PV [37]. Les réseaux de neurones peuvent être combinés à diverses
autres techniques a�n d'obtenir des méthodes de prévision de la production PV plus
performantes. On peut par exemple les associer à un modèle linéaire autorégressif avec
variable exogène (NARX) [38] ou à des modèles physiques de rayonnement solaire [39, 40].
Les réseaux de neurones sont aussi utilisés dans des processus de modélisation à deux
étapes où la première étape consiste à prévoir les variables météorologiques en utilisant
les modèles NWP [31, 41, 42]. Les données de production PV peuvent aussi être classi�ées
selon les niveaux de couverture nuageuse (ciel dégagé, partiellement couvert, totalement
couvert) et des réseaux de neurones spéci�ques à chacune de ces classes peuvent être
construits[43]. Des scénarios de la production PV peuvent aussi être construits et intégrés
aux réseaux de neurones [44] pour la prévision.

Les Support Vector Machine (SVM) [45] sont aussi utilisés pour la prévision de la
production PV. Il existe plusieurs formulations de l'algorithme des SVM mais ils peuvent
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être interprétés comme une méthode d'estimation où le critère à estimer est la norme
carrée de la fonction d'estimation dans un espace bien dé�ni (Hilbertien reproductible).
Les SVM peuvent être utilisés avec des prévisions météorologiques de type NWP pour
prévoir la production PV [46, 47, 48]. L'utilisation des SVM pour prévoir la production PV
peut aussi intervenir dans un processus à deux étapes où la première est une classi�cation
des situations météorologiques passées [49, 50]. Les SVM peuvent aussi être couplées à un
modèle SARIMA [51] ou à des chaînes de Markov [52] pour améliorer les performances de
prévision de la production PV. La méthode de gradient boosting [53] ou les algorithmes
génétiques [54] sont aussi des méthodes utilisées pour la prévision de la production PV.
La principale limitation de ces méthodes déterministes est qu'elles ne permettent pas de
quanti�er les incertitudes associées aux prévisions fournies.

La prévision probabiliste de la production PV

Le développement des modèles de prévision probabiliste a été porté par la volonté
d'avoir plus d'informations sur la distribution future de la production PV et l'incertitude
liée aux prévisions. Les méthodes de prévision probabiliste de la production PV peuvent
se présenter sous deux approches : la prévision des niveaux de con�ance associés à des
prévisions déterministes et l'approche directe qui fournit une représentation de la densité
de la production.

La majorité des méthodes de prévision probabiliste de la production PV repose sur la
régression quantile [55]. Les quantiles sont ainsi considérés comme une bonne représenta-
tion de la densité future à prévoir. La régression quantile peut être utilisée sous di�érentes
formes allant de simples modèles linaires à des modèles plus complexes associant des pré-
visions NWP [16]. La régression quantile peut être aussi couplée à des méthodes d'estima-
tion non paramétrique [56, 9], à des méthodes de machine learning [57] ou à des méthodes
de classi�cation [58, 59] pour prévoir la production PV. Ces méthodes de classi�cation
peuvent aussi être utilisées indépendamment de la régression quantile pour obtenir des
prévisions probabilistes de la production PV. On peut citer les méthodes analogues [60],
les arbres de régression [16, 61] et les plus proches voisins (k-nearest neighbors, kNN)
[62, 53, 58].

Il existe aussi des méthodes de prévision qui permettent d'obtenir non pas des quantiles
mais directement la distribution future complète. Les densités de probabilité peuvent ainsi
être obtenues en utilisant comme entrée des prévisions d'ensemble issus d'un modèle NWP
[63, 64, 34, 65]. Les méthodes d'estimation non paramétrique peuvent aussi être utilisées
pour prévoir la densité future de la production [66, 67]. L'approche paramétrique ou
technique d'adéquation à une loi qui consiste à faire une hypothèse sur la distribution
future et à en estimer les paramètres [68] peut aussi être utilisée.

Il existe aussi des méthodes de prévision probabilistes basées sur du bootstrap et
couplées aux chaînes de Markov [69], aux équations di�érentielles stochastiques [70, 71].
L'estimation fonctionnelle des densités de probabilité par les ondelettes peut aussi être
utilisée pour prévoir la production PV [72, 48]. La simulation de Monte Carlo [69, 66]
et l'inférence bayésienne [73, 74] peuvent aussi être utilisées pour prévoir la production
PV. En�n on peut aussi combiner plusieurs méthodes de prévision probabiliste et les faire
voter en associant à chaque estimateur des pondérations [61]. Les méthodes de prévisions
précédemment dé�nies sont portées par les prévisions météorologiques qui rappelons-le
sont caractérisées par des temps de mise à jour et de calcul longs. Il existe donc un besoin
d'amélioration des prévisions de production à court terme qui suppose l'utilisation de
nouvelles méthodes plus rapides à implémenter et à mettre à jour.
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La prévision spatio-temporelle

Les limitations des méthodes de prévision basées sur les données de modèles numé-
riques de prévision ont conduit au développement de méthodes qui exploitent les informa-
tions spatiales dans la prévision temporelle de la production PV. Les premières méthodes
proposées pour cette modélisation spatiale et temporelle ont été introduites dans le cadre
de la prévision de production éolienne notamment pour la prévision des vitesse et direc-
tion de vent [75], l'étude de la propagation spatiale et temporelle des erreurs de prévision
[76, 77], l'identi�cation de région à fort potentiel de production [78] et la prise en compte
de la variabilité spatiale [79, 80, 81]. Ces méthodes ont ouvert la voie à la mise en ÷uvre
de méthodes de prévision exploitant à la fois les informations spatiales et temporelles
pour la prévision de la production PV. Dans [82], on retrouve une revue des méthodes
spatio-temporelles de prévision de production d'énergie renouvelable mais aussi de la de-
mande. Le principe de base de ces modèles est qu'ils exploitent les corrélations entre les
conditions atmosphériques observées sur plusieurs sites au même moment mais aussi avec
des décalages temporels. L'utilisation de ces corrélations permet d'améliorer la qualité des
prévisions.

La plupart des références sur la prévision spatio-temporelle de production PV traitent
de la prévision de l'irradiation solaire. La spatialité des modèles provient souvent de
l'utilisation d'images de caméras ou de satellites. La résolution spatio-temporelle de l'ir-
radiation globale au sol peut être améliorée par combinaison des mesures d'irradiation et
des observations fournies par les images satellites [83]. Les prévisions d'irradiation peuvent
être aussi améliorées par le calcul de la vitesse de déplacement des nuages au-dessus des
centrales PV [84, 33]. Ces informations sur le déplacement des nuages sont consignées
dans un vecteur appelé cloud motion vector (CMV). L'impact de la vitesse de déplace-
ment des nuages sur la variabilité des mesures d'irradiation peut être calculé en utilisant
par exemple des transformations en ondelettes [85] ou des algorithmes de traitement
d'images [86]. Les cloud motion vector et les prévisions météorologiques sont combinées
pour fournir de meilleures prévisions à moyen-terme de l'irradiation [87, 19]. La plupart
des modèles autorégressifs dans le temps ou l'espace (AR, ARMA, ARX, ARIMA, kri-
geage, etc) peuvent aussi être utilisés pour la prévision spatio-temporelle de l'irradiation
[88, 89] de même que les modèles géostatistiques [86, 90, 83]. Les méthodes de classi�cation
[91] et la prévision semi-paramétrique [92] sont aussi utilisées dans le cadre de la prévi-
sion spatio-temporelle de l'irradiation. Les prévisions par des modèles spatio-temporels
de l'irradiation peuvent certes être transformées en prévision de production PV par des
modèles physiques qui prennent en compte les caractéristiques des systèmes PV mais cela
correspond à l'introduction d'un niveau d'incertitude (ou d'erreur) supplémentaire.

Il existe peu de références sur les méthodes de prévision spatio-temporelles directes de
la production PV. La plus ancienne référence est la méthode de régression (analogue) qui
évalue la faisabilité de la collaboration entre sites de production dans le but de gérer un
�ux continu de données de grande dimension [32]. On retrouve ensuite des méthodes auto-
régressives avec des variables exogènes qui sont des mesures météorologiques au voisinage
de la centrale d'intérêt [93, 94, 95, 96]. L'évaluation des trajectoires spatio-temporelles des
erreurs de prévision [97] est aussi une technique utilisée pour exploiter les informations
spatio-temporelles dans le but de l'amélioration de la prédictibilité. Contrairement à la
prévision day-ahead, on retrouve très peu de modèles pour la prévision spatio-temporelle
probabiliste à court-terme de la production PV. Dans [98, 99] on retrouve des modèles
basés sur le gradient boosting et les modèles vectoriels autorégressifs. Une autre approche
consiste à utiliser des méthodes non paramétriques de machine learning [57].
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1.4 Objectifs et démarche de la thèse

L'objectif principal de la thèse est d'améliorer la prédictibilité à très court-terme de la
production PV en utilisant les corrélations spatio-temporelles entre les données de produc-
tion. Les horizons temporels qui nous intéressent varient de quelques minutes à quelques
heures. Contrairement aux méthodes de prévision qui exploitent les données de produc-
tion d'un site ou d'une agrégation de sites mais rarement l'ensemble des informations des
sites voisins, cette thèse propose des méthodes de prévision qui exploitent les relations
spatiales et temporelles entre les productions de di�érents sites géographiquement distri-
bués. Les ensembles de centrales voisines sont utilisés comme des réseaux de capteurs qui
apportent de l'information pour améliorer la qualité des prévisions pour chaque centrale.

Les erreurs dans la prévision de la production PV proviennent entre autres des pertur-
bations météorologiques. Ces phénomènes sont majoritairement corrélés à l'échelle spa-
tiale : épisodes climatiques régionaux, mouvements des nuages, précipitations (pluies ou
neige). Nous nous proposons dans un premier temps, d'analyser les dépendances spatiales
et temporelles entre les productions de di�érents sites d'une région donnée. L'objectif est
de mettre en évidence l'existence d'une corrélation spatiale et temporelle entre ces pro-
ductions. La mise en évidence de telles corrélations passe par le traitement des séries de
production pour en extraire les tendances liées à la course du soleil. Puisque la variabilité
liée à la course du soleil est connue avec une bonne précision, l'extraire des séries permet de
se concentrer sur les autre sources de variabilité notamment celles météorologiques. Nous
proposons à cet e�et une nouvelle méthode de stationnarisation des séries de production
PV.

La deuxième partie de ce travail est consacrée à la prévision de la production pour des
horizons très courts, de quelques minutes à 5-6h ne nécessitant pas de prévisions météo-
rologiques. Il a été démontré que pour des horizons de l'ordre de quelques minutes à 5-6h,
les données historiques de production sont su�santes pour la construction des modèles
[26]. Cela s'explique par la complexité des modèles météorologiques actuels dont les pro-
cédures d'assimilation de données, de calcul et d'actualisation sont longues. Les avancées
en termes de puissance de calcul permettent certes des modèles avec des résolutions spa-
tiales et temporelles plus importantes mais les mises à jour ne sont pas fréquentes. Nous
proposons donc un modèle de prévision spatio-temporel déterministe basé uniquement
sur les données historiques de production. Nous investiguons aussi la possibilité d'inté-
grer des informations sur les conditions météorologiques locales (lieu du site de prévision)
et son intérêt en termes de réduction des erreurs de prévision. Les objectifs en termes
d'augmentation de la pénétration des énergies renouvelables induisent une augmentation
des moyens de production et donc un grand nombre de données disponibles. Pour notre
modèle spatio-temporel, ce grand nombre de données disponibles peut créer un problème
de dimension. Pour pallier ce problème, nous proposons une méthode de sélection de va-
riables qui permet d'extraire de façon automatique de la masse de données disponibles,
les sous-ensembles d'informations pertinents pour la prévision.

Nous construisons dans une troisième partie un modèle de prévision probabiliste de la
production PV toujours dans le cadre spatio-temporel. Les horizons de prévision vont de
quelques minutes à 12h. Ce travail est porté par la nature plus complète des prévisions
probabilistes et les bonnes propriétés des prévisions NWP pour les horizons supérieurs à 5-
6 heures. En e�et, les prévisions probabilistes permettent une meilleure connaissance de la
distribution de la production PV et fournissent plus d'indications sur les erreurs de prévi-
sion, par construction d'une région de con�ance pour la distribution par exemple. De plus,
dans les contextes de prise de décisions les comportements/risques extrêmes présentent
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plus d'intérêt que le comportement moyen. Pour fournir ces prévisions probabilistes, nous
proposons un modèle spatio-temporel basé sur la prévision de quantiles conditionnels. Les
prévisions météorologiques de type NWP ont été utilisées dans le modèle probabiliste car
elles permettent un meilleur couplage entre les prévisions à très court-terme et celles plus
classiques. L'impact de l'utilisation de ces prévisions sur les performances du modèle a
été évalué.

La dernière partie de notre travail propose une technique d'intégration de données
d'images satellites dans le modèle de prévision spatio-temporel déterministe. Cette inté-
gration a pour but non seulement de prendre en compte des résolutions spatiales plus
importantes mais aussi de réduire les erreurs de prévision qui pourraient être dues à l'ab-
sence d'informations au niveau des centrales voisines sur les évolutions météorologiques.
De plus, dans un contexte de multiplicité des sources de données disponibles nous propo-
sons une évaluation de l'impact de chaque source de données (centrales voisines, prévisions
NWP, images satellites) sur les performances de prévision en fonction de l'horizon de pré-
vision. A notre connaissance, cette analyse incrémentale est originale et permet d'analyser
la contribution de chaque source d'informations.

1.5 Structure du manuscrit

Dans le chapitre 2 nous présentons les sources de variabilité de la production PV. Nous
présentons ensuite les di�érentes étapes de la méthode de stationnarisation et évaluons
l'e�cacité de la méthode proposée. Les séries stationnarisées sont évaluées aussi bien
au regard des critères formels de stationnarité que de leurs performances en prévision.
Nous montrons ensuite l'existence de corrélations spatio-temporelles entre les mesures de
production des di�érentes centrales. Ces corrélations sont calculées après stationnarisation
des séries pour s'assurer de détecter le transfert d'informations relatives aux perturbations
a�ectant la production et non la course du soleil.

Dans le chapitre 3 nous présentons le modèle de prévision spatio-temporel qui fournit
des prévisions de production pour une centrale en utilisant les données des centrales voi-
sines. Nous dé�nissons aussi les modèles de référence, qui sont choisis parmi les modèles
les plus performants de la littérature. Ces modèles de référence sont utilisés pour évaluer
les performances fournies par le modèle spatio-temporel selon les critères d'évaluation
que nous avons rappelé dans ce chapitre. Nous présentons aussi les développements com-
plémentaires sur le modèle spatio-temporel. Le premier est l'intégration des conditions
météorologiques locales dans le modèle de prévision. Nous présentons aussi la solution
proposée au problème de dimension qui est une méthode automatique de sélection de va-
riables. La dernière partie de ce chapitre présente les prévisions météorologiques NWP uti-
lisées et la procédure d'intégration de cette source de données au modèle spatio-temporel.
Les performances de ce modèle avec prévision NWP sont évaluées sur des horizons allant
jusqu'à 12h.

Le chapitre 4 est consacré à la prévision probabiliste de la production PV. Nous
présentons le modèle spatio-temporel proposé ainsi que les autres données utilisées. Un
modèle spatio-temporel de référence est dé�ni et utilisé pour évaluer les performances du
modèle proposé. Nous présentons aussi une procédure de sélection de variables adaptée
au modèle spatio-temporel proposé de même qu'une procédure de sélection des variables
NWP intéressantes pour la prévision de la production PV. Les évaluations des modèles
sont faites avec les critères spéci�ques à la prévision probabiliste que nous rappelons dans
le chapitre.

Le chapitre 5 traite de l'intégration des données d'images satellites aux modèles spatio-
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temporel déterministe. Nous présentons les images satellites utilisées, la procédure de
traitement des images satellites et de leur intégration au modèle de prévision spatio-
temporel. Nous évaluons l'apport de l'utilisation de ces images sur la qualité des prévisions
de production PV. Nous présentons aussi une évaluation de l'apport de chaque source de
données sur les performances des prévisions en fonction de l'horizon.
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Chapitre 2

Étude de la variabilité,
Stationnarisation et corrélation
spatio-temporelle

Dans ce chapitre, nous présentons dans un premier temps les di�érents jeux de don-
nées et leurs caractéristiques. Nous présentons ensuite une analyse de la variabilité de
la production des centrales PV. La méthode de stationnarisation des séries de produc-
tion est ensuite détaillée. Cette méthode a été présentée dans le premier article publié
qui est fourni en annexe. Les séries stationnarisées par la méthode proposée sont éva-
luées par des tests de stationnarité et les performances de prévision. En�n, nous mettons
en évidence l'intérêt de la modélisation spatio-temporelle par le calcul des corrélations
spatio-temporelles entre les mesures de production stationnarisées. La limite temporelle
et spatiale de la propagation de ces corrélations est aussi évaluée.

2.1 Présentation des cas d'étude

Plusieurs données ont été exploitées dans le cadre de cette thèse. Nous présentons ici
deux principaux jeux de données de centrales PV qui correspondent à des localisations,
des puissances installées, des conditions climatiques et des répartitions géographiques
di�érentes.

Les données "Coruscant"
Le premier jeu de données nomméd1 dans toute la suite est constitué de séries temporelles
de mesure de la production PV de 9 centrales situées dans le sud de la France (sauf une en
région parisienne). Les centrales sont représentées sur la �gure 2.1. Les puissances crête
des centrales varient de 45 kWc à 5 MWc. La distance entre les centrales varie de 5 km
à 783 km. Le tableau 2.1 présente les distances entre les di�érentes centrales labellisées
Pi ; i = 1 : : : 9. Les données couvrent une période de 20 mois à partir de juillet 2013 avec
une résolution allant de 6 min à 15 min en fonction du site. Un contrôle de la qualité des
données a été e�ectué pour enlever les valeurs aberrantes et procéder à une imputation
des données manquantes. La production a été supposée nulle entre 22h et 5h du matin.
Les données ont été ensuite interpolées à un pas de temps de 15 min pour la suite des
travaux.
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Figure 2.1 � Les centrales du jeu de donnéesd1. Les centrales sont situées dans le sud-est
de la France (saufP3).

Tableau 2.1 � Distances (en km) entre centrales du jeu de donnéesd1

Distance (km) P1 P2 P3 P4 P5 P6 P7 P8

P1 0
P2 186 0
P3 680 783 0
P4 280 465 638 0
P5 10 190 670 280 0
P6 55 235 670 230 58 0
P7 6 185 690 280 15 55 0
P8 183 20 800 460 188 229 179 0
P9 185 17 801 460 188 230 180 3

Les données "Hespul"
Le second jeu de données est un bon exemple d'un cas d'étude comportant un nombre
important de centrales avec une répartition géographique très dense. Ce cas d'étude com-
porte les données de 905 onduleurs installés dans la région centre-ouest de la France.
Les puissances crêtes varient de 3.2 kWc à 58 kWc. Ces onduleurs correspondent à 185
centrales photovoltaïques di�érentes. Les centrales sont présentées sur la �gure 2.2. La
distance entre les centrales varie de 1 km à 230 km. Les données de production couvrent
la période de novembre 2014 à mars 2016. Le même traitement des données que celui du
premier cas d'étude a été e�ectué sur ce second cas d'étude et les données ont été inter-
polées à une résolution commune de 15 min. Après traitement des données, 136 centrales
ont été retenues.

2.2 Analyse des données de production

La production PV est caractérisée par une variabilité importante. Les principales
sources de cette variabilité sont la saisonnalité et les conditions climatiques. Si les varia-
tions saisonnières sont assez bien prévisibles car liées à la course du soleil, celles liées au
climat notamment à la couverture nuageuse, le sont beaucoup moins.

Impact de la saisonnalité
On peut caractériser l'impact de la saisonnalité sur la production PV par :
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Figure 2.2 � Les centrales du jeu de donnéesd2. La distance entre les centrales varie de
1 km à 230 km. Les centrales sont situées dans le centre-ouest de la France.

� une production nulle la nuit ;

� un cycle journalier avec une pointe de production aux environs de midi (voir �gure
2.4) ;

� un cycle annuel avec des niveaux de production élevés l'été et qui baissent signi�-
cativement l'hiver (voir �gure 2.3).

Les di�érentes variations que l'on peut observer sur la production journalière d'une cen-
trale (voir �gure 2.4) sont essentiellement dues aux variations météorologiques.

Variabilité de la production
La variabilité de la production d'une installation PV ou d'un réseau de plusieurs ins-
tallations PV peut être analysée par di�érents critères. Dans [100], on retrouve un outil
d'analyse de cette variabilité appelé "variabilité relative de la production". On dé�nit la
variabilité d'un ensemble deN installations PV par :

� � N
� t =

�
1

CF leet

�
vu
u
t V ar

" NX

n=1

� Pn
� t

#

(2.1)

où CF leet est la capacité totale installée de l'ensemble desN installations PV. � Pn
� t est

la série temporelle des évolutions de la production pour la centralen :

� Pn
� t =

n
(t1; � Pn

t1 ;� t ); (t2; � Pn
t2 ;� t ); : : : ; (tT ; � Pn

tT ;� t )
o

(2.2)
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Figure 2.3 � Production photovoltaïque d'une centrale PV de juillet 2013 à août 2015
(gauche) et sur l'année 2014 (droite)

Figure 2.4 � Production photovoltaïque pour des semaines d'hiver (gauche) et d'été
(droite)

et � Pn
t; � t = Pn

t � Pn
t+� t : La variabilité relative ou ROV (Relative Output Variability)

d'une centrale i d'un ensemble deN centrales est dé�nie comme :

ROVi =
� � N

� t

� � i
� t

: (2.3)

La �gure 2.5a représente pour 100 centrales du jeu de donnéesd2 la variabilité relative
en fonction de la centrale. Les valeurs de variabilité observées varient entre30% et 80%
traduisant ainsi une forte variabilité de la production PV. La variabilité peut être aussi
analysée visuellement en s'inspirant de la série des di�érences proposée dans [100]. On
dé�nit donc une nouvelle série des di�érencesPd

t qui permet de visualiser les variations
de la production PV au pas de tempsk, Pd

t = Pt � Pt+ k . La �gure 2.5b représente la série
des di�érences ainsi dé�nie pour la centraleP1 et l'ensemble (moyenné) des centrales du
jeu de donnéesd2.

2.3 Méthode de stationnarisation proposée

Le développement des moyens de production d'énergie renouvelable at entrainé de nou-
veaux besoins en termes de prévision. Les méthodes de prévision basées sur les modèles
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(a) Variabilité relative de 100 centrales du jeu de données
d2 sur la base d'un pas de temps de 15 min

(b) Variation (sériePd
t ) de la production PV pour les centrales du jeu de donnéesd2.

Le pas de temps est 15 min.

Figure 2.5 � Analyse de la variabilité de la production PV

numériques ne permettent pas de répondre e�cacement à la maitrise de la variabilité
de la production notamment à très court-terme (quelques minutes à quelques heures).
Hormis la variabilité due à la course du soleil, les erreurs observées dans le cadre de la
prévision de production des énergies renouvelables sont liées à la faible performance des
modèles pour l'anticipation des perturbations météorologiques. Ces perturbations sont
la plupart du temps des phénomènes qui se propagent spatialement. La prédictibilité de
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Figure 2.6 � Illustration du principe pratique de la stationnarisation

la production d'énergie renouvelable peut donc être améliorée par la prise en compte
de ces perturbations spatiales en complément de l'analyse de la variabilité temporelle.
C'est dans ce cadre que nous nous proposons de développer un modèle spatio-temporel
qui exploite les informations spatiales et temporelles entre les mesures de production de
di�érents sites de production PV. L'utilisation des mesures d'un ensemble de site de pro-
duction PV pour mieux anticiper les phénomènes météorologiques nécessite au préalable
de s'a�ranchir de la variabilité due à la course du soleil pour se concentrer sur l'e�et des
autres sources de variabilité de la production, notamment les nuages. L'extraction de la
variabilité due à la course du soleil passe par la stationnarisation des séries de production.
Cette stationnarisation permettra de répondre à la question de l'existence de corrélations
spatio-temporelles non liées à la course du soleil entre les mesures de production et ainsi
de l'opportunité de la mise en ÷uvre d'un modèle spatio-temporel. De plus, cette station-
narisation est utile pour la mise en oeuvre de certaines méthodes de prévisions classiques
(non spatio-temporelles) qui font des hypothèses de stationnarité sur les données d'entrée.

En pratique, la stationnarisation consiste à "aplatir" la cloche (due à la course du
soleil) dans les séries journalières de production pour ne garder que les autres variations
qui sont liées aux perturbations météorologiques. La �gure 2.6 montre l'objectif pratique
visé par la sationnarisation. Sur la gauche de la �gure, on voit deux courbes de production
PV normalisées : celle idéale sans perturbation météorologique (courbe en noir) et celle
réalisée (courbe en rouge). La production mesurée (réalisée) présente des variations dues
aux perturbations météorologiques que l'on veut isoler par rapport à la courbe idéale. On
veut donc obtenir la courbe de droite qui comporte uniquement les variations qui ne sont
pas dues à la course du soleil.

2.3.1 Présentation de la méthode

Nous proposons ici une nouvelle méthode de stationnarisation des séries de production
PV. Nous n'utilisons pas ici la di�érenciation des séries de production car elle nécessite
une intégration a posteriori des erreurs. Cette intégration entraine une explosion des
intervalles de con�ance. Nous présentons dans la suite le cheminement qui a conduit à
la méthode de stationnarisation proposée ainsi que les di�érentes analyses menées pour
évaluer l'e�cacité de ladite méthode.
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Dé�nition d'un indice de ciel clair pour la production PV
La méthode que nous proposons s'inspire de l'indice du ciel clair pour le rayonnement
solaire [27, 22, 101]. Cet indice représente la façon dont l'atmosphère atténue la lumière
d'une heure à l'autre ou au jour le jour en fonction du mouvement de la Terre autour du
Soleil. Nous le dé�nissons ici comme le rapport entre les mesures d'irradiationI meas

t et
celles estimées par modèle de ciel clairI sim

t à l'instant t :

k irr
t =

I meas
t

I sim
t

: (2.4)

Dans le même esprit, nous dé�nissons un indice de ciel clair pour la production pho-
tovoltaïque kpv

t tel que :

kpv
t =

Pmeas
t

P sim
t

; (2.5)

avecPmeas
t la production PV mesurée à l'instant t, et P sim

t la production sous hypothèses
de ciel clair obtenue par transformation de l'irradiation fournie par un modèle ciel-clair en
production pour le temps t. En pratique, P sim

t est construit comme le produit du facteur
d'e�cacité � du système PV et de l'irradiation simuléeI sim

t sous des conditions ciel-clair :

P sim
t = I sim

t � �: (2.6)

Le paramètre � intègre le rendement du module, la surface active et les pertes.

L'indice ciel-clair pour la production kpv
t ayant été dé�ni, notre première idée pour

l'appliquer a été d'utiliser les séries d'irradiation ToA (Top of Atmosphere) pour la sta-
tionnarisation. Cette irradiation est celle reçue par une surface horizontale à l'extérieur
de l'atmosphère. Le choix de cette série d'irradiation est porté par le fait que l'irradiation
ToA n'est a�ectée par aucun e�et atmosphérique. Elle porte donc exclusivement la varia-
bilité due à la course du soleil si on fait l'hypothèse de négliger les e�ets extra-terrestres.
Les valeurs attendues sont en théorie comprises entre0 et 1. La �gure 2.7 montre la série
résultant de la normalisation par le ToA pour l'année 2014 pour une centrale dans le
sud de la France. En pratique, on peut observer une part non négligeable de valeurs plus
grandes que1, surtout pour les périodes avec les niveaux de production les plus faibles. Le
traitement des périodes à faible niveau d'irradiation n'est pas satisfaisant. L'examen des
autocorrélations de la série présentées dans la �gure 2.8 montre une décroissance rapide
qui con�rme la non-stationnarité des séries.

L'utilisation des séries d'irradiation ToA ne permettant pas d'obtenir des séries sta-
tionnaires, il a été envisagé d'utiliser les séries d'irradiation ciel-clair. Le modèle ciel-clair
retenu est le modèle ESRA [22]. Ce modèle, plus complet, permet de prendre en compte
les paramètres de l'atmosphère à savoir l'e�et des aérosols et de l'absorption des gaz. La
�gure 2.9 illustre les di�érences entre les irradiations ToA et ESRA.

Les limites de la normalisation par le modèle ciel-clair
Comme présenté dans l'état de l'art sur les modèles de ciel clair (partie 1.3), les méthodes
de stationnarisation des séries de production PV (pas celle d'irradiation) par modèle de
ciel-clair proposées dans la littérature sont très peu détaillées, ce qui les rend di�ciles à re-
produire. De plus, dans la littérature on ne retrouve pas d'analyse formelle sur l'e�cacité
des méthodes de stationnarisation, surtout avec des critères de véri�cation de stationnari-
sation. La normalisation par l'irradiation ciel-clair présente des limitations. La �gure 2.10
présente pour une centrale située dans le sud-est de la France, les séries de production
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Figure 2.7 � Série normalisée sur la base de l'irradiation ToA d'une centrale située dans
le sud-est de la France pour l'année 2014.

Figure 2.8 � PACF de la série normalisée sur la base de l'irradiation ToA d'une centrale
située dans le sud-est de la France pour l'année 2014.

normalisées par la puissance maximale et celles normalisées par une série d'irradiation
ciel-clair obtenue par le modèle ESRA. La simulation de l'irradiation a été e�ectuée sous
l'hypothèse d'une surface horizontale en admettant que la variation de la production en
sortie due au niveau d'inclinaison est assimilée par le facteur d'e�cacité� . La principale
limitation de cette stationnarisation concerne les faibles valeurs de production observées
en début et �n de journée qui ne sont pas traitées. Ce constat est le même pour la méthode
basée uniquement sur l'apprentissage statistique proposée par Bacher [26] qui exclut tout
simplement les faibles valeurs d'irradiation.

Normalisation par une fonction de l'irradiation ciel-clair
La �gure 2.11 présente la relation entre les valeurs normalisées de la production et l'irradia-
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Figure 2.9 � Di�érences entre les irradiations ToA et le modèle ciel-clair ESRA. Le
modèle ciel-clair ESRA prend en compte les di�érentes interactions qui ont lieu dans
l'atmosphère.

Figure 2.10 � Exemple de séries de production normalisées par la puissance maximale
et de séries normalisées sur la base de l'irradiation ciel-clair ESRA pour di�érents jours
de l'année 2014. La centrale est située dans le sud-est de la France.

tion ESRA pour deux périodes temporelles dé�nies comme avant et après le midi solaire.
Les deux classes de valeurs correspondent aux phases de croissance de la production (du

35



Développement de méthodes spatio-temporel les pour la prévision à court-terme de la
production photovoltaïque

Figure 2.11 � Relation entre valeurs normalisées de production et irradiation ESRA selon
le moment de la journée pour l'année 2014. La centrale est située dans le sud-est de la
France.

lever du soleil au midi solaire) et de décroissance, c'est-à-dire du midi solaire au coucher
du soleil. L'analyse de la �gure montre (cercle rouge) l'ine�cacité de la normalisation par
l'irradiation ESRA pour les faibles valeurs de production.

Pour améliorer la qualité des séries normalisées et résoudre les problèmes spéci�ques
aux périodes de faible production comme les débuts et �ns de journée, nous proposons
une nouvelle relation entre la production réelle etP sim

t en utilisant une fonction de nor-
malisation f . Cette fonction sert à modéliser le lien entre les deux productions (réelle et
simulée) dans le but de produire une nouvelle sérieut plus stationnaire dé�nie pour les
heures auxquellesP sim

t est non nulle par :

ut = Pt =f (P sim
t ): (2.7)

Plusieurs formes ont été envisagées pour la fonction de normalisationf à savoir li-
néaire, linéaire par morceaux ou quadratique. Le choix de la fonction de normalisation
appropriée a été e�ectué en utilisant un critère quantitatif basé sur l'évolution de l'écart-
type journalier de la sérieut . En pratique, pour chaque type de fonction de normalisation
f précédemment énuméré, nous construisons la série des écarts-types journaliers deut . La
fonction f retenue est celle pour laquelle la sérieut présente une moyenne indépendante
du temps et des écart-types journaliers de plus faible variabilité intra-journalière.

La fonction de normalisation que nous avons retenue pour corriger les défauts de la
simple normalisation par l'irradiation est linéaire par morceaux et dépend du sens de
l'évolution quotidienne de la production (soit une augmentation au début de la journée,
soit une diminution après le midi solaire). L'idée est de corriger les faibles valeurs d'ir-
radiation dans la normalisation par l'ajout d'une pénalisation. Cette pénalisation permet
aussi de corriger le nombre non négligeable de valeurs de la série normalisée qui excèdent
la valeur théorique de la borne maximale qui est1. La fonction retenue s'écrit :

f (P sim
t ) = P sim

t + f a(P sim
t ) + f b(P sim

t ) (2.8)

avec f a dé�nie du lever du soleil au midi solaire et f b du midi solaire au coucher du
soleil. Les fonctionsf a et f b participent à améliorer la stationnarisation particulièrement
pour les faibles niveaux de production en début et �n de journée. Elles sont dé�nies pour
chaque jour par :
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où P sim
max représente la production maximale simulée pour la journée. La continuité en le

midi solaire (ou maximum journalier d'irradiation sous hypothèses ciel-clair) est assurée
par le coe�cient  . Les valeurs des coe�cients � a; � b; � a; � b;  sont obtenues grâce à un
processus d'optimisation qui vise à minimiser le critère d'écart-type. L'optimisation est
faite sous les contraintes� a;b 2 (0; 2). Les coe�cients sont initialisés de manière aléatoire,
une fenêtre d'un mois de valeurs de la série d'irradiation ESRA est choisie avant le jour
d'intérêt. Les coe�cients sont choisis sur la fenêtre de valeurs d'irradiation en optimisant
l'écart-type de la série normalisée.

En pratique, on évalue pour plusieurs valeurs de coe�cients, l'écart-type de la série
normalisée et on retient les coe�cients qui minimisent l'écart-type. Le critère d'optimi-
sation des coe�cients est donc directement lié aux propriétés de stationnarité de la série
d'intérêt. La stationnarité de la forme normalisée de ut a été évaluée en analysant son
auto-corrélogramme et aussi par des tests de racine unitaire. La �gure 2.12 présente les
résultats de l'optimisation des coe�cients à utiliser pour le processus de stationnarisation
du jeu de donnéesd1. La �gure montre que les coe�cients les plus variables sont les� a

et � b qui permettent de corriger les débuts et �ns de journée.
La procédure de stationnarisation peut être résumée pour une centrale PV par les

étapes ci-après :

1. Nettoyage des données aberrantes de la série de production PV

2. Simulation de la série d'irradiation ciel clair ESRA et de la série de puissance cor-
respondante (équation (2.6))

3. Détermination des coe�cients appropriés des fonctions(f a; f b) en utilisant un pro-
cessus d'optimisation sur un intervalle glissant des valeurs d'irradiation simulées

4. Normalisation la série mesuréePmeas
t pour obtenir la série ut .

Le graphique 2.13 présente pour les centrales du jeu donnéesd2 les corrélations entre
couples de centrales en fonction de la distance avant et après stationnarisation. Il permet
d'apprécier visuellement l'e�et de la stationnarisation sur les corrélations entre couples de
centrales ; on constate une baisse signi�cative de ces corrélations et une répartition moins
concentrée autour des fortes valeurs.

2.3.2 Étude des performances de la méthode de stationnarisation

Étude des autocorrélations
La méthode de stationnarisation proposée est comparée à la normalisation par la série
d'irradiation ToA. Les �gures 2.14a et 2.14b représentent les fonctions d'autocorrélations
partielles (PACF) des séries stationnarisées selon les deux méthodes pour la centrale
P1 du jeu de donnéesd1. L'examen de ces autocorrélations montre que la méthode de
stationnarisation proposée permet une meilleure correction (pour les lags élevés, la valeur
de PACF est toujours contenue dans l'intervalle de con�ance) des séries dans l'objectif
d'appliquer un modèle autorégressif.

Tests de stationnarité
La notion de stationnarité faible, ou au second ordre se dé�nie par l'invariance des mo-
ments d'ordre 1 et 2 au cours du temps. Il existe di�érentes sources de non-stationnarité.
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(a) P1 (b) P2 (c) P3

(d) P4 (e) P5 (f) P6

(g) P7 (h) P8 (i) P9

Figure 2.12 � Évolution journalière des coe�cients des fonctions de stationnarisation
pour chacune des centrales (P1 � P9) du jeu de donnéesd1.

La source de non stationnarité peut être déterministe (trend stationary) ou stochastique
(di�erence stationary). En pratique, il est di�cile de véri�er de manière rigoureuse l'hypo-
thèse de stationnarité du second ordre. On utilise l'hypothèse de stationnarité intrinsèque
qui est une version a�aiblie de l'hypothèse de stationnarité du second ordre. Cette hypo-
thèse intrinsèque stipule que les accroissements de la fonction aléatoire sont stationnaires
au second ordre c-a-d l'espérance des accroissements est nulle et sa variance ne dépend
que du vecteur séparant les deux points.

Pour évaluer l'e�cacité de la méthode de stationnarisation, une première étude avec le
test de Dickey-Fuller augmenté (ADF) [102, 103] a été réalisée. C'est un test de présence de
racine unitaire ou test de stationnarité intrinsèque. En e�et, si on considère un processus
Yt et � (L ) le polynôme de l'opérateur de retardL , si le processus� (L )Yt est stationnaire,
si 1 est une racine du polynôme� alors le processusYt sera non stationnaire. Cela explique
pourquoi la plupart des tests de stationnarité sont des tests de détection de racine unitaire.

Les hypothèses du test de Dickey-Fuller augmenté pour un processusYt sont les sui-
vantes :
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Figure 2.13 � Corrélation entre couples de centrales en fonction de la distance avant
stationnarisation (à gauche) et après stationnarisation (à droite).

(a) PACF série normalisée par la méthode
proposée

(b) PACF série normalisée par l'irradiation
ToA

Figure 2.14 � Auto-corrélation partielle (PACF) des séries normalisées

(H0) : Il y a présence de racine unitaire donc le processusYt est non stationnaire.
(H1) : Il n'y a pas de racine unitaire donc le processusYt est stationnaire. Puisqu'on teste
la stationnarité intrinsèque, on travaille sur la régression :

� Yt = dt +
pX

i =1

 i � Yt � i + �Y t � 1 + ut (2.10)

avecdt une fonction déterministe du temps etut les erreurs.
La statistique de Dickey-Fuller est alors dé�nie comme :

� D � =
D �

1 �
P p

i =1  i
(2.11)
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Tableau 2.2 � Valeur des statistiques de Dickey-Fuller pour les séries normalisées sur la
base du ToA et suivant la méthode proposée pour les centralesP1 � P4

Centrales
Série normalisée Série normalisée

par le ToA par la méthode proposée
P1 -2.00 -20.35
P2 -2.35 -17.28
P3 -1.14 -18.64
P4 -2.78 -20.64

où D � est la statistique de test.

Dans le tableau 2.2, nous présentons les valeurs de statistique de Dickey-Fuller et
de seuil pour les séries normalisées par l'irradiation ToA et celles stationnarisées par la
méthode proposée précédemment pour quatre centrales du jeu de donnéesd2. On remarque
que pour les séries normalisées suivant la méthode proposée, on rejette l'hypothèse de non
stationnarité car les valeurs des statistique sont inférieures aux valeurs seuils à10%et 5%
qui sont respectivement� 3:41et � 3:12. Le résultat est inverse pour la série normalisée par
le ToA où l'hypothèse nulle de non stationnarité n'est pas rejetée. Le constat est le même
pour la plupart des centrales du jeu de données. La méthode de stationnarisation proposée
permet donc d'obtenir les conditions de stationnarité au sens du critère de Dickey-Fuller.

Performances des séries stationnarisées pour la prévision
L'objectif premier de la stationnarisation est d'améliorer les performances des méthodes
de prévision. Au-delà des tests de stationnarité et de l'examen des autocorrélations, il
convient donc d'évaluer l'e�cacité de la méthode de stationnarisation proposée à travers
l'examen des performances des séries stationnarisées.

Un modèle autorégressif (AR) a été utilisé pour prévoir la production PV pour les
deux types de séries de chaque jeu de données à savoir les séries stationnarisées selon
la procédure proposée et celles brutes (normalisées par la valeur maximale observée). Le
critère du RMSE a été utilisé pour évaluer les performances. Pour l'ensemble des cen-
trales du jeu de donnéesd1, l'amélioration moyenne du RMSE obtenue en utilisant les
séries stationnarisées est de7%. Les erreurs de prévision selon le critère RMSE sont re-
présentées sur la �gure 2.15 pour les séries stationnarisées ou non. Elles illustrent encore
plus clairement l'apport de la stationnarisation dans le cadre de l'amélioration des perfor-
mances de prévision. Les séries stationnarisées permettent donc d'obtenir de meilleures
performances de prévision que la simple normalisation par les valeurs maximales. Une
analyse plus précise de l'apport de la méthode de stationnarisation sur les performances
en prévision pour les débuts et �ns de journée a été e�ectuée. Les plages horaires de 6h à
9h et de 19h à 22h ont respectivement été utilisées pour calculer les critères d'évaluation.
L'amélioration moyenne du MAE pour ces deux tranches horaires lorsqu'on utilise les
séries stationnarisées plutôt que les données brutes est respectivement de8% et 9%.

La même étude a été réalisée sur les centrales du jeu de donnéesd2. La �gure 2.16
représente l'amélioration du RMSE obtenue en utilisant les séries stationnarisées. L'amé-
lioration moyenne pour un horizon de3 heures est de10% et peut monter jusqu'à 15%.
Cette réduction signi�cative des erreurs de prévisions con�rme l'e�cacité de la méthode
de stationnarisation et son intérêt à l'utiliser pour prétraiter les données avant utilisation
dans les modèles de prévision.
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(a) Série non stationnarisée (b) Série stationnarisée

Figure 2.15 � Erreurs de prévision RMSE d'un modèle AR avec des séries stationnarisées
ou non pour le jeu de donnéesd1. Chaque ligne représente une centrale PV.

Figure 2.16 � Jeu de donnéesd2 : Amélioration du RMSE pour un modèle AR avec des
séries stationnarisées par rapport à des séries non stationnarisées. Chaque ligne représente
une centrale. Le pas de temps est de15 min.

2.4 La corrélation spatio-temporelle

La prévision spatio-temporelle de la production PV au sens de l'utilisation des me-
sures de centrales voisines (comme un réseau de capteurs) repose sur l'existence de lien
spatio-temporel entre ces centrales. Dans cette partie, nous justi�ons la création d'un mo-
dèle spatio-temporel par la mise en évidence de liens spatio-temporels entre des centrales
spatialement distribuées. Pour cela, nous e�ectuons une analyse basée sur des indica-
teurs spéci�ques aux liens spatiaux ainsi qu'une étude des corrélations des mesures de
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production des di�érents sites.

2.4.1 Etude du lien spatial

La dépendance de la production PV au temps est une caractéristique du phénomène
de production PV (voir �gures 2.3 et 2.4). Il s'agit donc d'en analyser les occurrences spa-
tiales. La production PV est donc considérée comme une variable régionalisée avec autant
d'observations que de sites de production. Le lien spatial entre ces di�érentes observations
est étudié avec di�érents critères incluant l'indice de Moran et les corrélogrammes.

Indice de Moran
La statistique la plus utilisée pour tester l'autocorrélation spatiale dans une série dé�nie
spatialement est celle de Moran [104]. Cette statistique s'écrit formellement de la façon
suivante pour une variable régionalisée de productionY :

I =
N

P
i
P

j wij

P
i
P

j wij (Yi � �Y )(Yj � �Y )
P

i (Yi � �Y )2
(2.12)

avec Y la production PV sur un réseau discret de N sites ;W une matrice carrée de
poids positifs de dimension N tel quewi;j quanti�e les in�uences du site j sur le site i .
La matrice de poids que nous avons retenue ici est une matrice de distance. On peut
retrouver dans la littérature des matrices de contiguïté mais elles ne sont pas adaptées au
cas de la production PV qui est faite sur des sites et non des régions entières, ce qui rend
di�cile la dé�nition de voisinage.

La statistique de Moran centrée et réduite suit asymptotiquement une loi normale
d'espérance nulle et de variance unitaire et sert ainsi de base au test de l'autocorrélation
spatiale dans une série. LorsqueI est proche de 1 en valeur absolue on a autocorrélation
(positive si I l'est, négative sinon) ; une valeur proche de 0 en valeur absolue traduit
l'indépendance des observations.

Le calcul de cette statistique sur les jeux de donnéesd1 et d2 à un pas de temps horaire
fournit des valeurs moyennes respectives de l'indice de Moran de0:37 et 0:66. La valeur
est plus faible pour le jeu de donnéesd1 car les centrales y sont plus distantes. Ces valeurs
signi�catives traduisent la présence de corrélations spatiales entre les di�érentes centrales.
La corrélation étant plus forte dans le cas du jeu de données plus dense.

Corrélogramme "modi�é"
Les auto-corrélogrammes sont utilisés pour étudier l'existence de corrélation spatiale entre
les mesures de production. Nous utilisons ici une version modi�ée des méthodes classiques
de calcul d'auto-corrélogramme [105]. Le principe de cette méthode peut être résumé par
les étapes suivantes :

1. Répartir les corrélations entre les paires de centrales en classes en fonction des
distances séparant les sites

2. Dans chaque classe, tester la signi�cativité des corrélations par des tirages aléatoires
de valeur de corrélation croisée de sorte à ce qu'une centrale soit utilisée une seule
fois. Par exemple si la corrélation entre A et B est choisie, toutes les autres paires
de combinaison intégrant A et B sont exclues de la base de tirage.

3. Répéter la procédure jusqu'à ce qu'il n'y ait aucune centrale inutilisée

4. Déterminer le nombre de coe�cients de corrélation négatifs et positifs
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(a) Auto-corrélogramme des centrales du
jeu de donnéesd1 excepté la centraleP3

(b) Auto-corrélogramme des centrales du
jeu de donnéesd2

Figure 2.17 � Corrélogrammes spatiaux modi�és de la production PV pour les deux jeux
de données

5. Après un nombre su�sant de tirage, la signi�cativité peut être assurée si on a plus
de valeurs positives que négatives.

Nous avons calculé pour les centrales des jeux de donnéesd1 et d2 les corrélations intra-
classes avec1000 ré-échantillonnages. La �gure 2.17 présente les valeurs de corrélations
spatiales inter-classes obtenues pour les deux jeux de données. Les valeurs de corrélation
obtenues décroissent avec la distance. De plus, ces valeurs sont supérieures à0:65 dans
le cas ded2 où les centrales sont plus rapprochées et valent en moyenne0:5 pour le jeu
de donnéesd1. Ce résultat traduit la présence signi�cative d'un lien spatial entre les
productions des centrales. Dans toute la suite, nous utilisons les séries stationnarisées.

2.4.2 Calcul des corrélations spatio-temporelles

La présence de corrélation spatiale entre les mesures de production a été démontrée
par l'analyse spatiale du phénomène de production. Pour compléter cette analyse, nous
étudions les corrélations temporelles entre les séries de production des di�érentes instal-
lations. La �gure 2.18 représente les fonctions de répartition empiriques des valeurs de
corrélations croisées (cross-correlation) entre les séries temporellement retardées de pro-
duction du jeu de donnéesd1. Pour un couple de centrales PVs1; s2 par exemple, la valeur
de corrélation est obtenue en calculant la corrélation entres1 et les di�érentes séries a�ec-
tées d'un retard lag(s2; k). Le retard maximal utilisé est l'horizon limite de prévision soit
6 heures dans ce cas. La même opération est répétée en intervertissants1 et s2. La valeur
retenue est la valeur maximale obtenue. Les fonctions de répartition sont représentées
pour trois classes de distances de0 à plus de100 km avec des tailles de classes de50 km.
La première classe (moins de50 km) présente les valeurs de corrélation les plus élevées.
Sur l'ensemble du graphique, on observe que les valeurs de corrélation croisées sont plutôt
élevées, concentrées dans l'intervalle[0:4 � 0:8] et décroissantes avec la distance. L'e�et
de la course du soleil n'est plus présent dans les séries stationnarisées. Les valeurs de
corrélations croisées observées traduisent donc la dépendance spatio-temporelle entre les
séries de production. Ce transfert d'information essentiellement dû aux mouvements des
nuages permet d'anticiper les perturbations météorologiques et d'améliorer la qualité des
prévisions uniquement en utilisant les données de production.
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Figure 2.18 � Jeu de donnéesd2 : Fonction de répartition empirique des corrélations
croisées entre les séries retardées de production. Les courbes vertes, rouges et noires
correspondent respectivement aux trois classes de distance entre les centrales.

La Figure 2.19 qui présente le variogramme spatio-temporel pour les séries de produc-
tion stationnarisées du jeu de donnéesd2 permet de compléter cette analyse. En e�et, la
portée est assez faible (de l'ordre de 10 km) et on n'observe pas d'e�et pépite. De plus la
forte montée des variogrammes traduit une forte variabilité spatiale entre les mesures de
productions à courte distance.

Horizons et résolutions spatiales limites de la propagation des corrélations
spatio-temporelles
La corrélation spatio-temporelle étant établie, nous allons à présent évaluer les limites
temporelles et spatiales de la propagation de ces corrélations. Pour les corrélations tem-
porelles, nous calculons le délai temporelt lim à partir duquel la corrélation entre les séries
de production retardées de chaque couple de centrales(i; j ); 1 � i; j � N est en valeur
absolue inférieure ou égale à un seuil limite. Le tableau 2.3 présente les valeurs det lim

pour un seuil de corrélation limite de0:2 pour les centrales du jeu de donnéesd1. La valeur
maximale est proche de 7 heures. La centrale la plus éloignée (P3) présente les plus faibles
valeurs de délai temporel car la propagation de corrélation est quasiment inexistante au
vu de la distance. La �gure 2.20 représente les valeurs de ce temps limite pour les centrales
du jeu de donnéesd2. Le retard temporel limite dépasse les 7 heures pour ce cas d'étude.
On peut conclure que la corrélation spatio-temporelle existant entre les centrales voisines
est signi�cative ( > 0:20) pour des retards pouvant aller jusqu'à 7 heures. Au-delà de ces
valeurs de délais temporels, il n'y a plus d'informations à exploiter de ces dépendances
pour améliorer les prévisions. Ce résultat conforte les travaux de Bacher [26] sur les hori-
zons limites d'utilisation des données historiques et justi�e par la même occasion l'intérêt
de la modélisation spatio-temporelle pour les horizons allant jusqu'à 6 heures.

Du point de vue spatial, le croisement des valeurs de corrélations entre les séries et les
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Figure 2.19 � Variogramme spatio-temporel des séries de production post stationnarisa-
tion

Tableau 2.3 � Jeu de donnéesd1 : Valeurs en heures de délai temporel à partir duquel la
corrélation inter production est négligeable (seuil=0.2)

t lim en heures P1 P2 P3 P4 P5 P6 P7 P8

P2 1.75
P3 0.75 0.25
P4 3.00 0.25 0.50
P5 5.25 4.75 0.50 0.75
P6 5.00 1.25 0.75 3.00 5.25
P7 5.25 4.00 0.50 1.75 6.75 5.25
P8 4.75 3.25 0.25 1.25 4.25 4.50 4.25
P9 4.75 4.75 0.25 1.25 5.25 4.75 5.25 4.75

distances entres sites montre qu'au-delà de 250 km les valeurs de corrélations sont très
faibles. Cette distance constitue la limite au-delà de laquelle il n'y plus d'informations
spatio-temporelles à exploiter.

2.5 Conclusion

La forte variabilité qui caractérise la production PV et ses di�érentes sources ont été
présentées. La première source de variabilité est la saisonnalité. Nous avons montré dans
ce chapitre la relation entre la saisonnalité et la production PV. Cette saisonnalité se
traduit par une production négligeable la nuit, des cycles journaliers liés à la position du
soleil et des cycles annuels dus à l'alternance des saisons. La variabilité de la production
qui est due à la course du soleil a fait l'objet de nombreuses études et peut être presque
complètement modélisée. Dans le cadre de cette thèse, nous nous intéressons à la modéli-
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Figure 2.20 � Jeu de donnéesd2 : Valeurs en heures de délai temporel à partir duquel
la corrélation inter production est négligeable (seuil=0.2). Chaque point d'axe représente
une centrale PV.

sation spatio-temporelle de la production PV. Pour mettre en évidence cette corrélation
et justi�er l'intérêt de notre modélisation, il était nécessaire de s'a�ranchir des e�ets de
la course du soleil sur les niveaux de production. En e�et, un travail direct sur des séries
non traitées aurait simplement été une mise en évidence de transferts de corrélation qui
ne sont que la conséquence de la course du soleil qui serait à une position donnée sur cer-
taines centrales avant d'autres. La méthode de stationnarisation que nous avons proposée
dans ce chapitre nous permet d'exclure des séries de production l'e�et de la course du
soleil a�n de nous consacrer aux autres sources de variabilité. Cette méthode de station-
narisation a montré de bonnes propriétés pour les tests de stationnarité mais a surtout
donné de meilleures performances pour la prévision en comparaison avec les séries brutes.
Les séries stationnarisées ont ensuite été utilisées pour mettre en évidence la corrélation
spatiale et temporelle qui existe entre les centrales. Les valeurs de corrélation calculées
sont signi�catives pour des horizons pouvant aller jusqu'à 6 heures. La mise en ÷uvre d'un
modèle qui exploiterait ces informations serait donc prometteuse pour la réduction des
erreurs de prévision. L'analyse de ces corrélations spatiales et temporelles a aussi mis en
évidence les limites spatiales de la propagation de ces informations ; au-delà de 250 km de
distance entre centrales, les corrélations entre séries de production sont très faibles. Dans
la suite, nous allons proposer un modèle de prévision de la production PV qui exploite
ces corrélations spatio-temporelles pour une meilleure prédictibilité de la production. La
centrale P3 qui est la plus distante des autres centrales du jeu de donnéesd1 ne sera pas
utilisée dans toute la suite.
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Chapitre 3

Modèle spatio-temporel
déterministe pour la prévision
photovoltaïque

3.1 Introduction

Ce chapitre est consacré à la prévision spatio-temporelle déterministe de la production
PV. Les horizons de prévision envisagés vont de quelques minutes à plusieurs heures (6
heures). Les corrélations spatio-temporelles mises en évidence dans le chapitre précédent
sont ici exploitées par le modèle de prévision déterministe proposé a�n de réduire les er-
reurs de prévision par rapports aux méthodes "classiques" de la littérature. Ces méthodes
"classiques" exploitent pour la plupart soit les dépendances temporelles soit celles spa-
tiales. De plus pour la plupart des méthodes qui sont quali�ées de spatio-temporelles, la
spatialité est souvent liée à la résolution spatiale des prévisions météorologiques utilisées.

Dans ce chapitre, nous présentons une approche qui exploite le lien spatial et temporel
entre les données de production PV provenant d'installations photovoltaïques dispersées
géographiquement pour prédire la puissance de sortie d'une centrale spéci�que. Les pré-
visions météorologiques ne sont pas utilisées dans la première approche. Chaque centrale
PV est utilisée comme un élément d'un ensemble de capteurs qui permettent de suivre les
évolutions des perturbations météorologiques qui a�ectent la production. Cela di�érencie
l'approche proposée de celles qui utilisent des données hors site provenant de stations
météorologiques et de capteurs d'irradiation [95]. Les prévisions sont réalisées avec des
données de production et non des données d'irradiation globale [92, 94] permettant ainsi
de ne pas introduire un niveau d'incertitude supplémentaire lors du passage de l'irradia-
tion à la production. Les performances du modèle proposé sont évaluées et comparées à
d'autres méthodes de prévision. Une partie des résultats issus de ce travail a fait l'objet
d'un article publié qui est présenté dans la section A de l'annexe.

Une seconde approche qui consiste à intégrer les prévisions météorologiques issues
de modèles numériques au modèle de prévision spatio-temporel dé�ni précédemment est
aussi présentée dans ce chapitre. Cette intégration permet de tenir compte des phéno-
mènes météorologiques pour des résolutions spatiales plus importantes. De plus avec les
prévisions météorologiques, les horizons plus éloignés peuvent aussi être prédits et les
performances pour les courts horizons stabilisés. Les performances de cette intégration de
prévisions météorologiques sont évaluées.

La densité spatiale des centrales PV considérées dans les cas du monde réel peut être
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variable. Pour cela, nous illustrons l'utilité de la méthodologie proposée avec les deux
cas de testd1 et d2 qui présentent respectivement un nombre faible de centrales photo-
voltaïques réparties sur une grande zone géographique et un nombre élevé d'installations
PV réparties sur une zone dense. Le problème de la dimensionnalité et la nécessité de
l'introduction d'un processus de sélection de variables sont mis en évidence à travers le
cas de testd2. Nous présentons dans ce chapitre une méthode de sélection de variables
pour pallier ce problème. Les données utilisées ici sont celles stationnarisées suivant la
procédure présentée dans le chapitre précédent. Une transformation inverse est appliquée
une fois la prévision faite pour retrouver des valeurs de production prédite. L'évaluation
des erreurs est faite sur ces valeurs de production.

3.2 Les modèles de référence

3.2.1 Persistance et modèle autorégressif

Dans le but d'évaluer les avantages d'une approche spatio-temporelle pour la prévision
PV, nous présentons des modèles de référence pour l'analyse comparative qui n'utilisent
pas ces informations géographiquement distribuées. Plusieurs méthodes peuvent être uti-
lisées pour prévoir la production PV telle que présenté dans l'état de l'art du chapitre
1. Le modèle de persistance est souvent utilisé comme référence dans la littérature pour
comparer les performances des modèles avancés. En e�et, il est simple à implémenter, et
est basé uniquement sur les données mesurées et n'implique aucun processus de modélisa-
tion. Les résultats du modèle de persistance sont facilement reproductibles. De plus, dans
les applications pratiques de la prévision PV, la persistance est souvent choisie comme un
modèle de secours pour fournir des prévisions dans le cas où les modèles avancés échouent.

Nous dé�nissons ici comme � persistance � un modèle qui considère que la production
d'énergie d'une installation photovoltaïque au tempst + h est la même que la production
de cette centrale au même moment la veille. Cette approche ne tient pas compte des don-
nées hors site. Malgré sa popularité en tant que modèle de référence dans la littérature,
sa performance globale est assez faible [2]. Pour tenir compte des di�érents facteurs qui
a�ectent la production PV, on pourrait ajuster la persistance en fonction des valeurs ob-
servées durant le jour en cours. Toutefois, cela implique déjà une certaine manipulation
de données, et di�érentes options peuvent être envisagées. Pour éviter d'obtenir des résul-
tats trop optimistes à partir d'une méthode spatio-temporelle, il est également nécessaire
d'utiliser un modèle de � référence avancé � qui présente des performances de pointe et
une complexité raisonnable a�n que les résultats puissent être facilement reproduits. Pour
cela, nous considérons le modèle autorégressif (AR) dé�ni comme suit :

P̂ x
t+ hjt = �̂ 0

h +
LX

l=0

�̂ l
hP x

t � l (3.1)

avec P x
t la production de la centrale x au temps t et P̂ x

t+ hjt la prévision de la production
pour l'horizon h. L'ordre optimal L est très important pour la qualité de l'estimateur car
il implique un compromis entre biais et variance. Cet ordre maximal est choisi ici par
minimisation du critère de l'AIC (Akaike Information Criterion). En règle générale l'AIC
se calcule par maximum de vraisemblance suivant la formule

AIC = � 2log~L + 2 � k

avec ~L la vraisemblance maximisée etk le nombre de paramètres du modèle. Le modèle
optimal est celui avec l'AIC le plus faible. Dans le cas du modèle AR, la vraisemblance peut
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Figure 3.1 � Jeu de donnéesd1 : Comparaison des valeurs de RMSE normalisées des
modèles AR (rouge) et persistance (noir). Le pas de temps est 15 min.

être remplacée lorsquen représente la taille des données par la variance des innovations
� 2

L soit :

AIC = n(log� 2
L + 1) + 2 � (L + 1) : (3.2)

Les modèles de persistance et AR ont été appliqués au jeu de donnéesd1 avec des
échantillons d'apprentissage et de test couvrant respectivement 15 mois et 5 mois. Les
prévisions sont mises à jour au pas de temps de 15 minutes. La �gure 3.1 présente l'erreur
quadratique moyenne RMSE normalisée pour les modèles AR et persistance pour les
centrales du jeu de donnéesd1 en fonction de l'horizon de prévision. La �gure montre
que le meilleur modèle est le modèle AR qui présente les niveaux de RMSE les plus
bas. Les valeurs de biais et de MAE sont aussi plus basses pour le modèle AR que pour
la persistance. Le modèle AR a donc été préféré au modèle de persistance. Ce modèle
servira à évaluer la contribution de l'intégration d'informations supplémentaires relatives
aux centrales avoisinantes.

3.2.2 Le modèle de forêts aléatoires

Le modèle AR n'est pas le seul modèle de référence que nous utilisons. Les forêts
aléatoires sont aussi utilisées pour évaluer l'e�cacité des modèles proposés. En e�et, les
forêts aléatoires font partie des méthodes déterministes les plus performantes que l'on
retrouve dans la littérature pour prévoir la production PV [15]. Nous présentons ici le
principe d'estimation de cette méthode et son application à la prévision. Dans cette partie
la variable aléatoire Y représente la production PV, ses réalisations sont les mesures de
production à chaque instant et X représente les variables explicatives.

Dé�nition et propriétés
Une forêt aléatoire est l'agrégation d'une collection d'arbres aléatoires. Le nom forêt
aléatoire vient du fait que les prédicteurs individuels sont des prédicteurs par arbre et
de l'introduction de l'aléatoire dans le choix des variables de division et des échantillons
"Out Of Bag". Les forêts aléatoires ont été développées par L. Breiman [106] et font partie
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des méthodes d'ensemble. Le principe de ces méthodes est de construire une collection
de prédicteurs et d'agréger ensuite l'ensemble de leurs prédictions. Dans le cadre d'une
régression, si on dispose deq prédicteurs individuels qui fournissent chacun une prévision
Ŷt , agréger leurs prédictions revient ici à faire une moyenne1q

P q
t=1 Ŷt .

Les forêts aléatoires sont caractérisées par :

� un nombre important de prédicteurs individuels (d'arbres) ;

� la création pour chaque arbre d'un échantillon destiné aux tests appelé échantillon
� out-of-bag � ;

� le choix pour tous les arbres d'un paramètre correspondant à la taille du sous-
échantillon de variables tiré aléatoirement à chaque n÷ud de chaque arbre ;

� une variable de division choisie pour chaque arbre parmi le sous-échantillon précé-
demment décrit ;

� l'absence d'élagage des arbres.

Prévision à l'aide de forêts aléatoires
Soit � le vecteur de paramètres qui détermine la construction d'un arbre (les variables de
division à chaque n÷ud par exemple), on noteraT(� ) l'arbre correspondant. La prévision
par les forêts aléatoires pour une nouvelle observationX = x0 se fait suivant les étapes
ci-après.

1. Construire K arbres T(� t ); t = 1 ; : : : ; K comme décrit précédemment.

2. Faire passerx0 dans l'arbre et conserver toutes les observations de la feuille terminale
dans laquelle il tombe.

3. Calculer pour chaque arbret des poidswi (x0; � t ) tel que

wi (x0; � t ) =

8
><

>:

1
kt

si l'observation x i de l'échantillon d'apprentissage fait
partie des kt points du n÷ud terminal contenant x0

0 sinon

4. La prévision pour un arbre t est alors

�̂ (x0) =
nX

i =1

wi (x0; � t )Yi :

5. On en déduit la prévision par les forêts aléatoires en moyennant sur tous les arbres :

�̂ (x0) =
nX

i =1

wi (x0)Yi

avecwi (x0) = K � 1 P K
t=1 wi (x0; � t ):

On vient ainsi de construire une approximation de l'espérance conditionnelleE(Y jX ) par
une somme pondérée sur toutes les observations. Les pondérations, qui varient avec les
covariables sont au centre de la démarche de prévision. Plusieurs études sont consacrées à
la compréhension du lien entre ces pondérations et la distribution conditionnelle(Y jX ). Y.
Lin & Y. Jeon [107] ont montré que les poids ont tendance à être d'autant plus importants
que la distribution conditionnelle de (Y jX = X i ) est similaire à celle de(Y jX ) .
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3.3 Les modèles proposés

3.3.1 Le modèle spatio-temporel

Le modèle spatio-temporel proposé ici permet de prévoir la production PV pour une
centrale d'intérêt en utilisant les données des centrales voisines. SoitX l'ensemble desN
centrales PV et Ls l'ordre temporel (lag) optimal. Le modèle est dé�ni pour une centrale
x par :

P x
t = � 0 +

LsX

l=0

X

y2X

� l;y P y
t � l (3.3)

avec P x la production de la centrale x. Pour un horizon h, les coe�cients � = ( � 0; � r )
avec � r = ( � l;y )0� l � Ls; y 2X sont estimés en utilisant les moindres carrés. Cela revient à
minimiser la somme carrée des résidus (RSS) :

RSS(� ) = kP x � X � k2: (3.4)

X est une matriceN � (Ls + 1) dont les lignes représentent les productions actuelles et
retardées des centralesyi

X =

0

B
@

1 P y1
t : : : P y1

t � Ls
...

...
...

...
1 P yN

t : : : P yN
t � Ls

1

C
A : (3.5)

La prévision au temps t pour l'horizon h de la production de la centralex est donc
dé�nie par :

P̂ x
t+ hjt = �̂ 0

h +
LsX

l=0

X

y2X

�̂ l;y
h P y

t � l : (3.6)

Dans le modèle ainsi dé�ni, les séries de production de toutes les centrales voisines et
les séries retardées respectives sont utilisées comme variables explicatives dans le modèle.
L'estimation des coe�cients de ce modèle reste très rapide même dans le cas d'un nombre
important de centrales voisines parce que les coe�cients sont linéaires. Le critère de l'AIC
est utilisé pour réduire la complexité du modèle. Il représente ici un compromis entre le
biais, diminuant avec le nombre de paramètres, et la parcimonie, volonté de décrire les
données avec le plus petit nombre de paramètres possibles. La sélection est faite dans le
sens descendant. Les séries de production et leurs décalages respectifs sont intégrés dans
le modèle, puis supprimés un par un et l'AIC est recalculé à chaque fois. Le modèle avec
le plus petit AIC est retenu. Dans la suite nous présentons une méthode plus optimale
pour traiter la dimensionnalité.

3.3.2 Extension du modèle : Classi�cation des situations météorolo-
giques

Le principe.
Le modèle précédemment dé�ni est uniquement basé sur les données historiques de la
production. Les conditions météorologiques locales peuvent être une source d'information
supplémentaire pour améliorer les prévisions avec un modèle spatio-temporel. En e�et, ces
variables décrivent les di�érents changements ou sources de variabilité qui peuvent a�ecter
la production du site d'intérêt. Nous proposons de modi�er le modèle spatio-temporel pour
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prendre en compte ces conditions météorologiques locales. La méthode d'intégration que
nous proposons n'est pas juste une addition d'une ou de plusieurs variables exogènes dans
le modèle mais une intégration dans le processus d'estimation des coe�cients. Avec les
notations précédentes, le nouveau modèle fournit la prévision pour l'horizonh par :

P̂ x
t+ hjt = �̂ 0

h(Z ) +
LX

l=0

X

y2X

�̂ l;y
h (Z )P y

t � l ; (3.7)

où Z est la variable représentant les données météorologiques. Les coe�cients sont estimés
par moindre carrés pondérés. L'estimateur des coe�cients s'écrit :

�̂ l;y
h (z) = Arg min

�

X

t

�
�

Z t;y � z


� �
P y

t � P y
t+ h

� 2
(3.8)

avec  la moyenne de la variable aléatoireZ . Les poids choisis ici sont exponentiels :

� (x) = exp
�
�jj xjj2=2

�
: (3.9)

Les coe�cients sont estimés suivant les valeurs des variables météorologiques locales.
Le modèle ainsi construit est nommé dans la suite, modèle spatio-temporel conditionné
par rapport aux variables météorologiques.

Construction des classes de variables
La construction du modèle avec dépendance des coe�cients aux conditions météorolo-
giques locales nécessite la création de classes de la (ou les) variable(s) météorologique(s)
retenue(s). Pour ce faire, la variable météorologique est décomposée en classes selon les
valeurs prises et les coe�cients sont estimés sur chaque classe (ou intervalle) de valeurs
lorsqu'elle est quantitative. Dans le cas de variables catégorielles, les classes sont créées
par regroupement des facteurs de la variable. Une analyse graphique de la relation entre
les variables météorologiques locales et la production permet de dé�nir des classes de
valeurs pour lesquelles le comportement de la production est similaire. La construction
des classes est plus simple dans le cas de variables catégorielles avec un faible nombre de
facteurs. Ce modèle conditionné par la météorologie locale permet donc d'exploiter non
seulement l'information spatio-temporelle portée par les centrales voisines mais aussi les
conditions météorologiques locales du site pour lequel la prévision est faite.

3.3.3 Problème de dimensionnalité et de parcimonie : la sélection de
variables

Les modèles spatio-temporels conditionnés ou non sont caractérisés par un nombre
important de variables. Ces modèles posent donc un problème de dimensionnalité mais
aussi de parcimonie (volonté de décrire les données avec le plus petit nombre de para-
mètres possibles). La solution proposée dans la partie 3.3.1 est basée sur l'AIC avec une
sélection descendante. Cette solution impose une modélisation en plusieurs étapes à savoir
la construction du modèle complet, la mise en ÷uvre de la sélection de variables AIC et
après l'estimation du modèle optimal retenu. De plus la phase de sélection de variables
est longue. Nous proposons ici une méthode pour résoudre à la fois le problème de di-
mensionnalité et de parcimonie qui soit automatique, intégrée au processus de prévision
et avec de bonnes performances de prévision. Cette technique est basée sur la régression
pénalisée Lasso (Least Absolute Selection and Shrinkage Operator) [108]. Cette régression
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Figure 3.2 � Principe d'estimation du Lasso (gauche) et de la régression ridge (droite).
Les zones en bleu sont les régions de contraintesj� 1j + j� 2j � t et j� 2

1 j + j� 2
2 j � t2. Les

ellipses rouges représentent les contours de l'erreur des moindres carrés.

intègre une pénalité dans le problème de minimisation en appliquant une contrainte sur
la somme des valeurs absolues des coe�cients. L'estimateur est dé�ni comme suit :

�̂ lasso = argmin
�

�
1
2

RSS(� ) + � k� k1

�
: (3.10)

Ce problème est équivalent à minimiserRSS(� ) sous une contrainte de la formek� k1 �
R̂� . Un certain biais est introduit dans l'estimateur, mais la variance est réduite. Pour
des valeurs su�samment élevées du paramètre de pénalisation� , certains paramètres�
sont annulés. L'estimateur Lasso est donc un estimateur parcimonieux. Le paramètre de
régularisation � est obtenu par validation croisée et le chemin des solutions de� est linéaire
par morceaux, ce qui implique la possibilité d'ordonner les� en suite de valeurs croissantes.
La �gure 3.2 représente le principe d'estimation du Lasso et du ridge (pénalisationL 2).

3.4 Evaluation des modèles

Les modèles proposés sont appliqués aux jeux de donnéesd1 et d2 pour des horizons
de 15 min à 6 heures avec un pas de temps de 15 minutes et avec une mise à jour des
prévisions toutes les 15 minutes. Les échantillons d'apprentissage et de test représentent
respectivement deux tiers et un tiers de la taille des données disponibles. Les prévisions
sont comparées à celles du modèle de référence. Les modèles ont été développés à l'aide
du logiciel R [109]. Les librairies utilisées sontrandomForest, glmnet. Le temps de calcul
pour le modèle spatio-temporel pour une centrale est d'environ 20 secondes par horizon
sans conditionnement et 45 secondes avec sélection de variables Lasso.

Les critères d'évaluation
La première étape avant le calcul des prévisions de production PV est la dé�nition des
outils qui permettront d'évaluer la précision des prévisions fournies. Il existe plusieurs
critères pour évaluer les prévisions de production PV qu'elles soient déterministes ou pro-
babilistes [110, 111]. Nous présentons ici les plus courants qui sont utilisés pour l'évaluation
des prévisions déterministes. SoitP̂t+ hjt , la prévision à l'instant t pour l'horizon h. On

53



Développement de méthodes spatio-temporel les pour la prévision à court-terme de la
production photovoltaïque

note et+ hjt = Pt+ hjt � P̂t+ hjt , l'erreur de prévision à l'horizon h. Les critères d'évaluation
de prévision déterministes les plus courants sont dé�nis comme suit :

� l'erreur quadratique moyenne RMSE (Root Mean Square Error)

RMSE h =

vu
u
t 1

n

nX

t=1

e2
t+ hjt

� l'erreur moyenne absolue MAE (Mean Absolute Error)

MAE h =
1
n

jet+ hjt j

� le biais BIAS

BIAS h =
1
n

nX

t=1

et+ hjt :

Ces critères sont utilisés par la suite pour évaluer les performances des modèles de pré-
vision. L'objectif étant de minimiser l'ensemble des critères pour s'assurer d'avoir des
prévisions de qualité.

3.4.1 Performances du modèle spatio-temporel

Analyse des erreurs
Les erreurs de prévision du modèle spatio-temporel dé�ni dans la partie précédente selon
l'équation (3.6) sont calculées. Les centrales des deux jeux de données sont utilisées.
L'horizon de prévision est 6 heures avec un pas de temps de 15 min. Les densités des
erreurs de prévision sont calculées à l'aide de l'estimation de la densité du noyau et sont
présentées dans les �gures 3.3 et 3.4 pour les centrales PV du jeu de donnéesd1 à di�érents
horizons. La centraleP3 n'est pas représentée car c'est la plus distante des autres centrales
(tableau 2.1) et donc la corrélation spatio-temporelle est inexistante.

Pour les deux centrales PV, les distributions ne sont pas gaussiennes, car les modes
et les moyennes sont signi�cativement di�érents. Les moyennes sont proches de zéro et
l'inclinaison est négative. Au fur et à mesure que l'horizon augmente, le mode de la
distribution se déplace vers la gauche. La même analyse a été e�ectuée sur les autres
centrales PV du jeu de donnéesd1 avec les mêmes conclusions.

Comparaison aux modèles de référence
Pour obtenir un aperçu plus complet de la performance du modèle proposé, nous le com-
parons aux modèles de forêts aléatoires (RF). Les modèles RF sont présentés dans la
littérature [15] comme l'un des modèles les plus e�caces pour produire des prévisions
précises de la production d'énergie photovoltaïque. Nous avons donc calculé les prévisions
de production avec un modèle RF et comparé ses performances au modèle spatio-temporel.
Les variables explicatives utilisées dans le modèle de forêts aléatoires sont les variables de
temporalité et les séries de production retardées. Le tableau 3.1 présente les améliorations
minimale, moyenne et maximale de RMSE sur les horizons de 6 heures du modèle spatio-
temporel (ST) par rapport aux modèles AR et RF pour un échantillon de cinq centrales
PV du jeu de donnéesd1. Le tableau montre une amélioration moyenne d'environ10%
pour le modèle ST par rapport au modèle AR et6% par rapport au RF. L'amélioration
par rapport aux modèles AR et RF peut atteindre respectivement20%et 15%. Les valeurs
d'amélioration sont assez similaires pour toutes les centrales PV.
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Figure 3.3 � Densités de probabilité pour di�érents horizons des erreurs de prévision
pour le modèle spatio-temporel appliqué aux centrales PV (P1 � P5) du jeu de données
d1. La centrale P3 qui est la plus éloignée n'est pas représentée.

Les performances du modèle de référence et du modèle spatio-temporel pour les critères
de l'erreur absolue (MAE) et du biais sont présentés dans les �gures 3.5 et 3.6 pour les
centrales du jeu de donnéesd1. On remarque que comme pour le RMSE, le modèle spatio-
temporel permet de réduire les erreurs absolues et le biais améliorant ainsi la qualité des
prévisions fournies.
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Figure 3.4 � Densités de probabilité pour di�érents horizons des erreurs de prévision
pour le modèle spatio-temporel appliqué aux centrales PV (P6 � P9) du jeu de données
d1.

3.4.2 Performances des prévisions selon le niveau de couverture nua-
geuse

L'analyse de la performance du modèle spatio-temporel peut être faite en fonction du
niveau de couverture du ciel. Les jours de l'ensemble de test peuvent donc être regroupés
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Tableau 3.1 � Amélioration du RMSE du modèle spatio-temporel par rapport au modèle
de référence AR et au modèle RF pour 5 centrales du jeu de donnéesd1.

Amélioration P1 P2 P4 P5 P6

RMSE (%)
min 0.4 3.02 0.61 -0.46 0.83

ST vs AR moy 9.49 13.05 7.36 8.69 12.57
max 16.81 19.27 12.5 15.71 20.13

min 0.17 2.94 0.32 -0.72 2.14
ST vs RF moy 6.52 10.27 4.5 5.03 7.84

max 15.3 16.6 9.03 11.12 11.39

Figure 3.5 � Comparaison des MAE. Un graphique par centrale. La courbe en noir
représente la performance du modèle de référence AR et celle en rouge celle du modèle
spatio-temporel.

selon le niveau de couverture nuageuse. Nous dé�nissons ainsi trois niveaux de couverture
nuageuse : ciel clair (cs), moyennement nuageux (mc) et très nuageux (vc). Ces niveaux
ont été calculés en utilisant un indice basé sur le rapport de la somme de la production
journalière à la somme de l'irradiation simulée en utilisant le modèle ESRA. La �gure
3.7 présente pour deux centrales PV ded1, l'amélioration en termes de RMSE du modèle
spatio-temporel par rapport au modèle de référence par type de jour.

Nous observons que pendant les deux premières heures, l'amélioration des jours nua-
geux dépasse celle des journées claires. Cette observation montre que le modèle spatio-
temporel aide à capturer le mouvement des nuages. En e�et, l'utilisation des centrales
voisines permet d'anticiper les phénomènes qui impactent la production PV notamment
le passage des nuages. Les graphiques montrent également que l'amélioration est plus
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Figure 3.6 � Comparaison des BIAIS. Un graphique par centrale. La courbe en noir
représente la performance du modèle de référence AR et celle en bleu celle du modèle
spatio-temporel.

grande pour les jours de ciel clair pour les horizons plus longs et dépasse les5%. L'ana-
lyse des résultats pour les autres centrales électriques a donné des conclusions similaires.
La prévision spatio-temporelle permet d'améliorer les performances de prévision.

3.4.3 E�et du conditionnement par des variables météorologiques

Nous présentons ici les performances du modèle avec conditionnement (partie 3.3.2)
par les variables météorologiques observées localement. Les variables retenues sont la
vitesse du vent, la température et l'humidité relative. Ces variables sont connues pour
leur in�uence sur la production PV. Des classes de ces variables sont donc constituées
pour une introduction dans le processus d'estimation des coe�cients du modèle spatio-
temporel.

La vitesse du vent a�ecte le mouvement des nuages et donc la production PV. Toutefois
nous ne considérons ici que la vitesse du vent de surface, qui est en général considéra-
blement di�érente de la vitesse du vent dans les couches supérieures de l'atmosphère, le
but n'est pas d'établir une relation explicite avec le mouvement des nuages mais d'évaluer
l'impact de l'utilisation des mesures de vitesse de vent locales sur les performances du
modèle spatio-temporel. Le modèle spatio-temporel conditionné par rapport à la vitesse
du vent a été appliqué au jeu de donnéesd1. Le conditionnement se fait en autorisant une
dépendance des coe�cients du modèle spatio-temporel aux valeurs locales de vitesse de
vent. La �gure 3.8 présente l'amélioration des performances du modèle conditionné avec
la vitesse du vent par rapport au modèle statistique pur. On observe une réduction du
RMSE pour les deux premières heures de prévision. La valeur moyenne de cette amélio-
ration est de 2% et la réduction la plus signi�cative est notée pour la première heure de
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Figure 3.7 � Amélioration du RMSE du modèle spatio-temporel par rapport au modèle
AR selon le type de jour pour deux centrales du jeu de donnéesd1

Les types de jours sont ciel clair (cs), moyennement nuageux (mc) et très nuageux (vc).

prévision. Au-delà de deux heures l'apport du modèle conditionné par la vitesse du vent
ne montre aucune amélioration par rapport au modèle statistique pur.

Les mesures de température et d'humidité ont aussi été utilisées comme variables
de conditionnement du modèle spatio-temporel. Il a été montré que les taux d'humidité
importants et les températures trop élevées a�ectent les performances des cellules des
panneaux PV [112, 113]. Il est donc intéressant de voir si l'utilisation de mesures locales de
ces variables météorologiques permet d'améliorer les performances de prévision du modèle
spatio-temporel proposé. La �gure 3.9 présentent les améliorations en termes de RMSE
en fonction des horizons du modèle conditionné par rapport au modèle non conditionné
pour ces deux variables météorologiques. On remarque que l'apport de la température est
très faible (moins de1%) peu importe l'horizon de prévision. Quant à l'humidité relative,
l'amélioration observée est de l'ordre de2% en moyenne.

3.4.4 Les performances de la sélection de variables

Dans cette section, l'impact des di�érentes méthodes de sélection de variables est
évalué. Nous considérons ici le jeu de donnéesd2 car il présente un nombre élevé de
centrales électriques et pose donc le problème de la dimensionnalité. Le modèle spatio-
temporel avec la procédure de sélection de variables basée sur l'AIC comme décrit dans
la partie 3.3.1 a été évalué. L'extension du modèle avec une procédure de sélection de
variables basée sur la régularisation Lasso (partie 3.3.3) a également été implémentée et
évaluée sur le même ensemble de donnéesd2. La �gure 3.10 représente la dispersion de la
valeur moyenne sur tous les horizons de prévision du RMSE pour le modèle de référence
et le modèle spatio-temporel résultant des deux procédures de sélection variable.

La �gure montre que le modèle spatio-temporel réduit considérablement les erreurs
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Figure 3.8 � Amélioration du RMSE entre le modèle spatio-temporel conditionné par la
vitesse du vent et le modèle sans conditionnement pour le jeu de donnéesd1. Une ligne
représente une centrale.

de prévision par rapport au modèle de référence (environ28% en moyenne de réduction
du critère d'erreur). En outre, la procédure de sélection de variables par le Lasso présente
des erreurs de prévision inférieures à celles obtenues en fonction de l'AIC, montrant que
la procédure Lasso est plus e�cace (22% en moyenne de réduction du critère d'erreur).

La performance de la procédure de sélection Lasso peut également être analysée par
le niveau de réduction du problème de dimensionnalité. Pour chacune des centrales PV
de l'ensemble de donnéesd2, la �gure 3.11 représente le nombre de centrales PV voisines
(parmi les autres 135) retenues par la sélection Lasso. Dans75% des cas, le nombre de
centrales voisines sélectionnées est inférieur à 30, tandis que le nombre maximal utilisé
est de 57. Ces chi�res montrent que la procédure de sélection de Lasso permet une bonne
réduction de la dimension du problème. Les résultats en termes de performance de pré-
vision soulignent l'intérêt de l'utilisation des centrales voisines dans le but d'améliorer la
qualité des prévisions de production photovoltaïque.

3.5 Intégration des prévisions météorologiques

Le modèle spatio-temporel précédemment dé�ni ne prend en compte que les données
de production des di�érentes centrales et dans le cas du conditionnement, crée une dé-
pendance entre les coe�cients et les conditions météorologiques locales. Les fréquences
de mise à jour importantes des prévisions météorologiques NWP, les durées de calcul im-
portantes, la forte sensibilité aux conditions initiales de même que les limites en termes
de résolution spatiales et temporelles sont autant d'éléments qui ont justi�é la prise en
compte des seules données de production dans le cadre de la proposition d'un modèle
spatio-temporel pour de très courts horizons (< 6h). Il est toutefois intéressant d'évaluer
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Figure 3.9 � Amélioration du RMSE entre les modèles spatio-temporels conditionnés
par la température (haut) et l'humidité relative (bas) et le modèle sans conditionnement
pour le jeu de donnéesd1. Une ligne représente une centrale.

l'apport que pourrait avoir l'utilisation de ces prévisions météorologiques sur les perfor-
mances de prévision tout en restant dans une dynamique spatio-temporelle. De plus, cela
permet de proposer un modèle qui prenne en compte la diversité des sources de données
sans en exclure d'o�ce une catégorie. Aussi, l'évaluation du modèle spatio-temporel avec
données NWP intégrées permet de quanti�er en fonction des horizons de prévision l'ap-
port de ces données NWP. En e�et dans la littérature, les horizons à partir duquel les
prévisions numériques sont apporteuses d'informations varient entre 4 et 6 heures en fonc-
tion du type de modèle de référence. L'intégration de ces données pourrait donc répondre
à la question de savoir à partir de quel horizon ces données apportent de l'information
pour améliorer les performances dans le cas spéci�que du modèle spatio-temporel. Nous
présentons dans la suite les données de prévisions issues de modèles numériques utilisées
et les variables retenues. La procédure d'intégration de ces données au modèle spatio-
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Figure 3.10 � Jeu de donnéesd2 : Répartition des valeurs moyennes (sur les 6 heures
d'horizon) du RMSE pour les modèles de référence, spatio-temporel avec sélection par
AIC et spatio-temporel avec la sélection Lasso.

temporel est ensuite détaillée et en�n, une analyse de l'apport de ces variables sur la
qualité des prévisions en fonction de l'horizon est présentée.

3.5.1 Le modèle NWP utilisé et les variables retenues

Les données issues de modèles numériques de prévision de type NWP proviennent
du modèle global de ECMWF (European Centre for Medium-Range Weather Forecasts).
Ce centre fournit plusieurs produits de prévision. Nous utilisons un produit de prévi-
sion moyen-terme à forte résolution appelé HRES. La spéci�cité de HRES est que son
état initial est la meilleure estimation des conditions météorologiques et qu'il utilise les
meilleurs modèles physiques disponibles1. HRES fournit une description très détaillée des
conditions climatiques futures et est le meilleur modèle de prévision sur 10 jours en com-
paraison à d'autres modèles. Ce modèle ne peut toutefois pas fournir une estimation de
l'incertitude associée à la prévision [114].

Les résolutions du produit HRES [115] :

� une résolution de 0:1� � 0:1�de latitude/longitude (ou tout multiple)

1. Plus de précisions sur la construction du modèle HRES et sa con�guration peuvent être obtenues
sur le site de ECMWF.
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Figure 3.11 � Jeu de donnéesd2 : Carte des centrales avec le nombre de centrales voisines
choisies par la sélection Lasso.

Tableau 3.2 � Description des variables météorologiques (NWP) retenues pour intégration
dans le modèle spatio-temporel.

ID Description
TCLW Total Column Liquid Water
TCIM Total Column Ice Water
SP Surface Pressure
RH Relative Humidity at 1000 mbar
10U/10V 10m U,V wind component
2T 2m Temperature
SSRD Surface Solar Radiation Downward
STRD Surface Thermal Radiation Downward
TSR Top net Solar Radiation
TP Total Precipiation

� un modèle de grille (octohédral) O1280 grid

� des composantes spectrales (TCO1279) pour les strates aériennes les plus hautes.

Ce modèle de prévision fournit un grand nombre de données en sortie. La résolution
temporelle utilisée ici est 1 heure. Dans le cadre de la prévision spatio-temporelle déter-
ministe de la production PV, les variables que nous avons retenues sont celles les plus
couramment utilisées dans la littérature [53, 61]. Le tableau 3.2 présente une description
de ces variables fournies par HRES.
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Figure 3.12 � Représentation 2D (lat/long) des composantes U (haut) et V (bas) de la
vitesse du vent à 10m prévue par le modèle HRES de ECMWF. Run du 11/11/2014 à
minuit pour la prévision du 11/11/2014 à 10h

La �gure 3.12 présente des valeurs de prévision NWP pour les variables 10U/V sur
la grille dé�nie autour des centrales du jeu de donnéesd2. Les valeurs représentées sont
celles du run du 11/11/2014 à minuit et l'instant prévu est le même jour à 10h. Il s'agit
donc de proposer une méthode qui puisse extraire les informations de ces prévisions pour
les intégrer au modèle spatio-temporel.
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3.5.2 Méthode d'intégration des variables météorologiques au modèle
spatio-temporel

Nous proposons la procédure suivante pour l'intégration des prévisions issues de mo-
dèles numériques dans le modèle spatio-temporel pour chaque centrale pour laquelle la
prévision est faite :

1. choisir les points de grille les plus proches de la centrale ; en pratique nous avons
choisi les50 points de grille les plus proches

2. interpoler à une résolution horaire qui couvre les horizons de 1 heure à 12 heures

3. intégrer les séries de prévisions météorologiquesNWP dans le modèle spatio-temporel
comme variable exogène

P x
t+ hjt = � 0

h +
LsX

l=0

X

y2X

� l;y
h P y

t � l +
pX

k=1

 kNWP k
t (3.11)

4. intégrer la pénalisation Lasso au processus d'estimation des coe�cients pour s'as-
surer de la parcimonie du modèle et sélectionner automatiquement les variables de
production adéquates ; il faut donc résoudre le problème

argmin
�;

�
1
2

RSS(�;  ) + � k� k1

�
: (3.12)

Le modèle ainsi dé�ni est implémenté pour calculer les prévisions de production PV.
L'horizon de prévision est 12 heures. Le modèle spatio-temporel avec prévisions météo-
rologiques NWP est implémenté est nomméM 1 dans la suite. Le modèle qui n'inclut
pas ces prévisions météorologiques est nomméM 2 dans la suite. Ces deux modèles sont
implémentés et comparés pour les centrales du jeu de donnéed2. Le tableau 3.3 présente
les valeurs normalisées en fonction des horizons de prévision pour les critères du RMSE,
du MAE et du BIAIS pour une centrale du jeu de données. Pour les 6 premières heures
de prévision, les données NWP n'apportent pas d'amélioration signi�cative en termes de
performances de prévision. Par contre pour les horizons au-delà de 6 heures le modèle
avec prévisions NWP présente de meilleures performances pour l'ensemble des critères
présentés par rapport au modèle basé uniquement sur les mesures de production. L'ana-
lyse est la même pour les autres centrales du jeu de données pour lesquelles on observe
aussi une forte augmentation des erreurs de prévision au-delà de l'horizon 6 heures et de
meilleures performances avec le modèle intégrant les données NWP. Les di�érences de
RMSE et MAE peuvent être de l'ordre de 10%.

3.6 Conclusion

Dans ce chapitre nous avons proposé un modèle basé sur les corrélations spatio-
temporelles entre di�érents sites de production pour améliorer les prévisions à court-terme
(� 6 heures) de la production photovoltaïque. Le modèle spatio-temporel prend en compte
les dépendances temporelles entre les mesures de production mais aussi les liens spatiaux.
Le modèle de prévision que nous avons proposé ici se base sur des séries de production
stationnarisées a�n de se concentrer sur les informations non liées à la course du soleil. Ce
modèle a été mis en ÷uvre et comparé à des modèles de prévisions qui n'exploitent pas ces
informations spatio-temporelles. Les critères d'évaluation les plus courants dans la litté-
rature ont été utilisés pour les comparaisons de performance. Pour l'ensemble des critères
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Tableau 3.3 � Comparaison des performances des modèles avec ou sans prévisions NWP
pour une centrale du jeu de donnéesd2 pour les critères de RMSE, MAE et BIAIS
normalisés par la puissance maximale observée pour di�érents horizons.

Le modèleM 1 est celui purement statistique etM 2 celui qui intègre les données NWP.

Critères (%Pmax )
Horizons

15 min 1h 3h 6h 9h 12h
RMSE (M 1) 6.2 8.2 8.6 10.3 16.8 22.6
RMSE (M 2) 6.2 8.5 9 10.6 12.3 13.4

MAE (M 1) 7.1 8.3 10.2 13.5 18.7 21.5
MAE (M 2) 7.2 8 10.5 11.8 13.4 15

BIAIS (M 1) 0.01 0.01 0.01 -0.38 -0.64 -1.43
BIAIS (M 2) 0.01 0.01 0.2 0.3 0.12 0.23

retenus, le modèle spatio-temporel présente de meilleures performances que les modèles
qui n'exploitent pas ces corrélations spatio-temporelles. L'utilisation de ces informations
a donc permis de réduire les erreurs de prévision.

Des pistes d'amélioration du modèle spatio-temporel ont aussi été proposées a�n d'en
améliorer les performances. La première amélioration consiste à utiliser en complément
des mesures de production sur site et des sites voisins, des mesures locales (proches du
site d'intérêt) de variables météorologiques pertinentes dans le cadre de la prévision de
production PV. Ces informations sont intégrées dans le modèle spatio-temporel initial
non pas comme des variables explicatives mais en créant une dépendance entre les va-
leurs des coe�cients du modèle et celles prises par la variable météorologique locale. Les
informations météorologiques locales sont donc directement prises en compte dans le pro-
cessus d'estimation des coe�cients du modèle. Cette modi�cation a permis d'améliorer
les performances du modèle spatio-temporel sur les deux premières heures de l'horizon de
prévision pour les variables météorologiques de vitesse du vent et d'humidité relative.

Dans les cas présentant un nombre important de sites de production tel que le deuxième
jeu de données utilisé dans cette thèse, nous avons été confronté à des problèmes de sur-
apprentissage, de dimension des modèles et de parcimonie. Ces problèmes sont en e�et dus
au fait que le modèle spatio-temporel considère non seulement les séries de production de
sites voisins mais aussi les séries retardées respectives. Nous avons proposé une solution à
ce problème qui est automatique, directement intégrée au modèle spatio-temporel et qui
produit de bonnes prévisions de la production PV. Cette solution est basée sur la régu-
larisation Lasso. Cette régularisation permet non seulement de réduire la dimension du
modèle en sélectionnant les variables adéquates pour la prévision mais elles contribuent
aussi à la parcimonie et à l'amélioration des performances du modèle de prévision. En
e�et, nous avons montré que la mise en place de cette méthode de sélection de variables
participe à la réduction des erreurs de prévision au sens de di�érents critères.

En�n, nous avons proposé une comparaison entre le modèle spatio-temporel purement
statistique avec sélection de variables intégrés et un modèle spatio-temporel qui intègre
les prévisions météorologiques de type NWP. Ces deux approches sont très di�érentes
notamment par le type de données utilisées et par l'approche statistique utilisée. L'idée
principale est de déterminer à partir de quels horizons, les données issues de modèles
de prévision numériques permettent d'obtenir de meilleures performances que la seule
utilisation des données de mesure. L'horizon de prévision considéré est 12h. Nous montrons
que pour des horizons inférieurs à 6 heures, le modèle basé uniquement sur les mesures de
production est plus rapide, et ses performances en prévision sont très bonnes. Sur ce même
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horizon l'intégration des données issues de modèles NWP n'apporte pas d'amélioration
signi�cative face au modèle de données de mesures pures. Pour les horizons plus longs (au-
delà de 6 heures), les performances du modèle spatio-temporel avec les seules données de
mesure se dégradent très signi�cativement. Cette dégradation est corrigée par le modèle
intégrant les données NWP.
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Chapitre 4

Modèles spatio-temporels
probabilistes pour la prévision de
production PV

4.1 Introduction

Les modèles spatio-temporels dé�nis dans le chapitre précédent fournissent des prévi-
sions déterministes qui ne permettent pas d'évaluer les incertitudes liées aux prévisions.
Les prévisions probabilistes répondent à ce besoin. En e�et, elles permettent non seule-
ment de fournir plus d'informations sur la distribution future de la production PV mais
aussi d'évaluer les incertitudes liées à la prévision. Cette quanti�cation des incertitudes
sur les prévisions est très utile pour les di�érents acteurs du domaine notamment pour la
prise de décision et l'évaluation des risques. Il existe dans la littérature très peu de mo-
dèles qui exploitent les relations spatio-temporelles entre mesures de production pour la
prévision probabiliste à court-terme de la production PV. On retrouve un modèle basé sur
une combinaison entre le modèle autorégressif vectoriel et la méthode du gradient boos-
ting [99], une autre approche est non paramétrique [57] et une dernière sur les champs
aléatoires gaussiens [116].

Dans ce chapitre, nous proposons une méthodologie de prévision probabiliste à court
terme qui exploite l'information disponible à partir d'installations photovoltaïques à grande
échelle. L'objectif est d'améliorer la prévisibilité pour les horizons compris entre 0 et 6
heures. Les prévisions attendues sont donc les distributions futures de la production PV.
Contrairement aux méthodes proposées dans la littérature pour ces horizons, notre ap-
proche ne nécessite pas d'informations provenant de caméras ou d'images satellites. Les
prévisions météorologiques de type NWP sont utilisées comme informations complémen-
taires dans les modèles proposés pour construire les densités de probabilité les plus proches
possibles des réalisations. L'utilisation de ces prévisions permet aussi d'avoir un meilleur
couplage entre les prévisions spatio-temporelles à très court terme et les prévisions clas-
siques faites pour la journée à venir (J+1). Le modèle probabiliste proposé est évalué
grâce à un modèle de référence de même nature, c.à.d. probabiliste. Les performances
des modèles sont évaluées avec les critères appropriés des évaluations probabilistes sur
le jeu de donnéesd2 qui comporte un grand nombre d'installations PV. Les problèmes
de dimensionnalité et de parcimonie des modèles dus à la diversité des sources de don-
nées disponibles (données historiques de chaque centrale, prévisions NWP) sont traités
par deux méthodes de sélection de variables. Une partie des résultats présentés dans ce
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chapitre ont fait l'objet du deuxième article soumis et présenté dans l'annexe A.

4.2 Modèles probabilistes pour la prévision spatio-temporelle
de la production PV

Dans cette partie nous présentons le modèle de référence choisi. C'est un modèle de
prévision probabiliste très courant dans la littérature de la prévision de la production PV :
l'estimation par noyau de la densité (Kernel Density Estimation, KDE) [57, 117, 26]. Nous
présentons ensuite les modi�cations proposées pour a�ner la sélection des variables en
entrée du modèle. Le modèle de référence KDE n'exploite que les corrélations temporelles
pour fournir des prévisions probabilistes de la production PV. Nous présentons donc
dans la suite la nouvelle méthode de prévision probabiliste qui exploite les corrélations
spatio-temporelles pour fournir des prévisions probabilistes de la production PV. Cette
méthode est basée sur la régression quantile et sur la régularisation Lasso. Son principe,
les conditions de sa mise en ÷uvre et les modi�cations proposées pour améliorer son
e�cacité sont présentées.

4.2.1 L'estimation par noyau (KDE)

La méthode d'estimation par noyau KDE est une méthode d'estimation non para-
métrique de la densité [118, 119, 120]. Les KDE permettent une meilleure réduction des
erreurs d'estimation en comparaison aux méthodes paramétriques car elles n'admettent
pas d'hypothèses sur la distribution sous-jacente au phénomène estimé. Le problème de
minimisation du KDE consiste à fournir une estimation de la densité de probabilité f
d'une variable aléatoire X . L'estimateur des noyaux multidimensionnel (taille n) s'écrit :

f̂ (x) =
1

N jH j

NX

i =1

K
�
H � 1(x � x i )

�
(4.1)

où x représente le point d'évaluation de l'estimateur, x i ; i = 1 : : : N les données.H est
une matrice n � n appelée matrice bandwidth ou de "lissage",jH j étant son déterminant.
K est le noyau choisi.

Le noyau K et la matrice de lissageH sont les deux paramètres à déterminer pour
mettre en ÷uvre un modèle de KDE. L'impact du type de noyau sur la qualité de l'esti-
mation est faible mais les noyaux gaussiens nécessitent d'importantes capacités de calcul
[121]. Nous avons donc choisi des noyaux d'Epanechnikov dont la fonction s'écrit :

K (u) =
3

4
p

5
(1 � u2=5) u 2 [� 1; 1]: (4.2)

Le passage à la version multivariée donne le produitK (u) =
Q n

j =1 K (uj ).
La matrice de lissageH est le paramètre le plus important de l'estimation KDE car

elle a une grande in�uence sur la qualité de l'estimation [120]. Il existe plusieurs méthodes
pour choisir la matrice de lissage optimale [122, 123]. Nous utilisons ici la méthode de
validation croisée [124]. De plus, puisque les données de production PV sont positives et
bornées, la méthode d'estimation a été modi�ée pour prendre en compte cette particularité
comme proposé dans la littérature [120, 121].

Soit Y 2 Rp la variable aléatoire dont les réalisations sont la production PV d'une
centrale,X 2 Rp les variables explicatives. La prévision de la production consiste à calculer
la densité de probabilité de la variable conditionnéeYt+ k jX t où t est l'instant auquel la
prévision est faite et k l'horizon de prévision. Cette densité s'obtient par :
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f Yt + k jX t =
f Yt + k ;X t

f X t

: (4.3)

La densité estimée se retrouve donc par :

f̂ Yt + k jX t =
1

jH j

NX

i =1

w(x; x i )K (H � 1(y � yi )) (4.4)

avec

w(x; xi ) =
K

�
H � 1(x � x i )

�

P N
j =1 K

�
H � 1(x � x j )

� :

4.2.2 La régression quantile

Lorsqu'on s'intéresse à un échantillon de réalisations d'une variable aléatoire réelle, la
moyenne n'est pas toujours une statistique satisfaisante à elle seule. Une autre statistique
intéressante est le quantile d'ordre� qui est dé�ni par

q� (Y ) = F� 1(� ) = inf f y; F(y) � � g; (4.5)

lorsqueY a pour fonction de répartition F. La régression quantile [55] est basée sur le fait
que le quantile d'ordre � est solution du problème de minimisation suivant :

q� (Y ) = arg min
g

E[� � (Y � g(X ))] (4.6)

avec � � (u) = u (� � 1f u< 0g) une fonction de perteL 1 appelée "pinball loss". En étendant
cette approche au quantile conditionnel d'ordre� , on retrouve le problème d'estimation :

q� (Y jX ) = arg min
g

E[� � (Y � g(X )) jX = x]: (4.7)

La régression quantile permet d'évaluer comment les quantiles conditionnels de la variable
d'intérêt se déforment en fonction des régresseursX . De plus, avec la fonction pinball loss,
seul le signe des écarts importe pour la minimisation. Cela se traduit par une pénalisation
plus faible des très grands écarts donc une meilleure robustesse aux valeurs extrêmes
ou aberrantes [125]. Dans le cas simple où la relation entreY et X est linéaire (Y =
X 0� + "; � 2 Rp) on construit l'estimateur :

�̂ � = arg min
�

nX

i =1

� � (Yi � X 0
i � ): (4.8)

L'équation (4.8) n'a pas de solution explicite, le programme doit donc être résolu nu-
mériquement. Un problème important dans cette résolution numérique est que la fonction
� � n'est ni dérivable en0, ni strictement convexe. Les algorithmes standards tels que celui
de Newton Raphson ne peuvent être utilisés ici. On reformule donc l'équation comme un
programme d'optimisation linéaire :

min
(�;u;v )2 Rp � R2n

+

� 10u + (1 � � )10v s:c: X 0� + u � v � Y 0 = 0 (4.9)

avec 1 un vecteur composé de1 et de taille n. Les problèmes linéaires de ce type sont
résolus par la méthode du simplexe dans le cas de petits échantillons ou des méthodes
de point intérieur dans le cas de grands échantillons. Ces méthodes ainsi que quelques
propriétés asymptotiques de l'estimateur sont présentées dans l'annexe B.
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4.2.3 Extension des modèles : cas de données de grande dimension

La prévision spatio-temporelle pour les cas avec un nombre important de centrales
photovoltaïques pose le problème du choix des variables d'entrée appropriées pour les mo-
dèles impliqués. Les entrées possibles incluent la série de production du site pour lequel
la prévision est faite, les mesures des sites voisins et leurs séries temporellement retardées
respectives ainsi que les données météorologiques NWP. De plus, les centrales photovol-
taïques peuvent être réparties sur une large surface de plusieurs kilomètres carrés, ce qui
requiert de choisir adéquatement les points de grille pouvant être pris en considération.
Toutes ces informations représentent une quantité importante de variables d'entrée po-
tentielles pour les modèles de prévision et soulèvent la question de leur dimensionnalité
et aussi de la parcimonie. Nous proposons ici deux méthodes de sélection de variables
adaptées à chacun des deux modèles précédemment dé�nis.

Le critère d'information mutuelle
La première méthode de sélection de variables est basée sur le critère d'information mu-
tuelle [126]. Cette technique a été utilisée avec succès dans [127] pour sélectionner des
variables pour la prévision de l'énergie éolienne. La sélection de variables suivant le cri-
tère de l'information mutuelle est utilisée ici pour déterminer les variables à utiliser pour
le modèle KDE. L'information mutuelle est une mesure de "distance" (Kullbac-Leiber)
entre deux fonctions de densité de probabilité. SoitX la variable aléatoire représentant
la météorologie,Y celle de la production PV, f X et f Y leurs fonctions de densité de pro-
babilité respective. L'information mutuelle permet d'évaluer la distance entre la fonction
de densité de probabilité de la loi jointe f X;Y (entre la production et la variable météo-
rologique), et celle de la loi jointe f X :f Y . L'égalité de ces deux densités signi�e queX
et Y sont indépendants. De plus, une valeur élevée de l'information mutuelle traduit une
forte dépendance entreX et Y . Cette évaluation de distance est faite pour chacune des
variables météorologiques. Les variables météorologiques sont ensuite classées en fonction
de la valeur de l'information mutuelle calculée. L'information mutuelle moyenne pour les
variables Y et X s'obtient par la formule :

I (X; Y ) =
Z

f X;Y log
�

f X;Y

f X :f Y

�
: (4.10)

L'information mutuelle entre X et Y est bornée par le minimum des entropies deX
et Y [126]. Cette valeur seuil est utilisée pour normaliser les valeurs du critère d'informa-
tion mutuel. Dans la suite nous utiliserons la valeur normalisée du critère d'information
mutuelle. Ces valeurs sont calculées pour les prévisions NWP a�n de choisir les plus
adéquates pour la mise en ÷uvre des KDE.

La pénalisation en régression quantile : Lasso
Le Lasso (Least absolute shrinkage and selection operator) est la même pénalisation [108]
que celle dé�nie dans la partie 3.3.3 mais qui, cette fois, est intégrée à un modèle de ré-
gression quantile (dont le problème d'estimation est L1 et non quadratique). L'estimateur
du quantile de niveau � s'écrit :

�̂ lasso = argmin
�

�
E[� � (Y � X 0� )] + � k� k1

	
(4.11)

avec � � (u) = u (� � 1f u< 0g) la fonction "pinball loss". Pour les grandes valeurs de� ,
certains coe�cients sont annulés permettant ainsi un choix de variables.
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Le problème (4.11) peut être reformulé en :

argmin
�

�
E[� � (Y � X 0� )]

	
st k� k1 � R̂� (4.12)

Cette modi�cation de la régression quantile classique proposée ici est essentielle dans
le paradigme spatio-temporel en raison du nombre élevé des potentielles variables explica-
tives. Le nouveau modèle de régression quantile qui incorpore cette procédure de sélection
de variable Lasso est nommé QR-Lasso dans toute la suite.

4.3 Évaluation des modèles

La performance du modèle proposé est évaluée pour des horizons de 6 heures avec
un pas de temps de 15 minutes. Les prévisions sont mises à jour toutes les 15 minutes.
Cette performance est comparée à celle du modèle de référence. Les données NWP ont
été obtenues grâce au centre européen pour les prévisions météorologiques à moyen terme
(ECMWF). Les modèles ont été développés à l'aide du logiciel R [128]. Les librairies
utilisées sont ks, rq. Les prévisions probabilistes (de distribution) sont caractérisées par
leurs quantiles. Le dernier tiers de l'ensemble de données (environ 5 mois) a été utilisé
comme ensemble de test.

Critères d'évaluation des prévisions probabilistes
L'évaluation des prévisions probabilistes nécessite des critères spéci�ques qui prennent
en compte les di�érents points de la densité et pas seulement la moyenne. Les prévisions
fournies par les modèles QR-Lasso et KDE seront évaluées par des critères d'évaluation
liés aux quantiles. Ces critères d'évaluation des quantiles des distributions prévues sont
très utilisés dans la littérature. Soit q̂�

t+ h le quantile conditionnel de niveau � estimé à
l'instant t pour l'horizon h, les principaux critères d'évaluation utilisés sont :

� la �abilité d'un quantile estimé ; on la dé�nit comme la proportion excédante consta-
tée en prévision pour le quantile

rel �
h = � �

1
n

nX

t=1

mpt + h � q̂�
t + h

où mpt + h � q̂�
t + h

est la proportion de données constatées en dessous du quantile estimé

� la statistique de Kolmogorov-Smirnov KS (voir �gure 4.1) qui est la plus grande dif-
férence en valeur absolue entre la proportion théorique d'excédance et celle observée
pour la prévision

ks = max� j� �
1
n

nX

t=1

mpt + h � q̂�
t + h

j

� le MAEP, Mean Absolute Excess Probability (voir �gure 4.1)

MAEP =
Z 1

0
jq̂� � q� jd�

qui est l'aire entre la courbe de la proportion d'excédance théorique et celle obtenue
en prévision
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Figure 4.1 � Les critères de KS et de MAEP

� la �nesse des intervalles de prévision (sharpness) ; elle peut se mesurer par la largeur
moyenne de l'écart inter-quantile de niveau� d'une distribution

shap�
h =

1
n

nX

t=1

(q̂
1� �

2
t+ hjt � q̂

�
2
t+ hjt )

� le score pinball loss qui est la moyenne de la fonction pinball loss évaluée pour tous
les quantiles.

4.3.1 Évaluation des méthodes de sélection de variables

Information mutuelle
La procédure de sélection de variable permet de choisir les variables pertinentes parmi de
nombreuses entrées, mesures et prévisions issues de modèles NWP disponibles dans les
cas où l'on dispose d'un grand nombre d'installations photovoltaïques. Dans le tableau
4.1, nous présentons les valeurs du critère d'information mutuelle normalisées entre la
production PV de quatre centrales photovoltaïques et les variables NWP. L'information
mutuelle n'a pas été calculée pour la variable de rayonnement solaire à la surface ou sur
plan incliné puisque le rayonnement solaire est à la base du processus de production PV.
La variable de rayonnement solaire à la surface est d'o�ce intégrée au modèle. Le tableau
montre que les deux variables les plus importantes sont la température et l'humidité
relative, suivies par la direction du vent. L'importance du niveau de précipitation est la
plus faible.

Le modèle KDE de référence sera alors multivarié avec les quatre variables exogènes
suivantes :

� le rayonnement solaire net au sol (TSR) ;

� la température à 2m du sol (2T) ;

� l'humidité relative (RH) ;

� la direction du vent (10U/V).
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Tableau 4.1 � Valeurs normalisées du critère d'information mutuelle entre productions et
prévisions NWP pour 4 centrales du jeu de données.

Variables NWP
Mutual information (%)

P1 P2 P3 P4

Température (2T) 72.38 70.74 80.79 78.22
Humidité relative (RH) 70.56 74.56 74.83 71.27

Direction du vent 25.11 21.88 26.11 21.86
Vitesse du vent 6.18 5.78 6.57 5.46
Précipitation 0.18 0.48 0.26 0.27

L'e�cacité de la prévision par la méthode du KDE avec sélection de variables en
amont par le critère de l'information mutuelle est aussi évaluée. Pour cela, la qualité
des quantiles prévus est examinée à la fois visuellement à la fois au sens des critères
d'évaluation probabiliste de prévision. La �gure 4.2 présente les productions prédites avec
le modèle KDE multivarié pour les centralesP1 à P3 pour On remarque que les intervalles
inter-quantiles sont larges traduisant une sur-estimation des densités pour les niveaux de
production les plus élevés. De plus cette taille d'intervalles de con�ance ne permet pas de
juger e�cacement de la �abilité des estimations.

QR-Lasso
Les variables météorologiques sélectionnées par le critère de l'information mutuelle sont
utilisées comme entrées dans le modèle QR-Lasso en complément des données de produc-
tion. Pour chaque installation PV P i; i = 1 ; : : : ; 136, le nombre total de variables d'entrée
est de814 = 4 (prévisions NWP) + 135 � 6 (nombre de délais): La �gure 4.3 présente le
nombre de coe�cients non nuls liés aux variables de production PV sélectionnées par le
modèle QR-Lasso pour chaque décile. Le nombre maximum de variables sélectionnées est
de 320, montrant que le processus de sélection a une bonne e�cacité. De plus, on note
une réduction du nombre de variables sélectionnées pour les quantiles extrêmes, ce qui
est concordant avec le faible nombre d'observations qui caractérise ces quantiles. La per-
formance du processus de sélection des variables est également évaluée en examinant la
position des centrales électriques sélectionnées par rapport à l'installation photovoltaïque
pour laquelle la prévision est faite. La �gure 4.4 présente les positions des centrales PV
sélectionnées lors de la prévision de la médiane de la production future pour 3 centrales
PV situées respectivement à l'ouest, au centre et à l'est de la région couverte par le jeu
de données. L'horizon considéré est 15 min. Le nombre d'installations photovoltaïques
sélectionnées est de 33 pour la centrale à l'ouest, 43 pour celle au centre et 39 pour celle
à l'est (parmi 135 initiales) et la centrale la plus lointaine choisie est à89 km de distance.
Cette importante réduction du nombre de variables montre l'e�cacité de la méthode de
sélection de variables quant à la réduction de la dimension du problème.

4.3.2 Fiabilité et niveau de précision des quantiles estimés

La �gure 4.5 présente pour les déciles (intervalles prédictifs), la �abilité (reliability)
ou l'écart observé par rapport à la couverture nominale pour les horizons 3h. La �abilité
parfaite signi�e qu'il n'y a pas d'écart et est représentée par la ligne horizontale noire
(y = 0 ) sur la �gure. Deux écarts sont tracés pour le modèle KDE représentant deux
matrices de lissage di�érentesH 1; H 2. Ces deux matrices de lissage sont respectivement les
matrices optimales des méthodes "unbiased cross validation" et "smooth cross-validation"
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(a) (b)

(c) (d)

Figure 4.2 � Prévisions de production faites avec la méthode du KDE pour la centrale
P3

(voir [124] pour plus de détails sur les fonctions et le processus de minimisation). La
�gure montre que selon les valeurs des matrices de lissage, les densités prédictives peuvent
être surestimées (ligne rouge pour KDE / H1) ou sous-estimées (ligne verte pour KDE
/ H2). Les valeurs de l'écart pour le modèle QR-Lasso ne dépassent pas5% et sont
inférieures à celles du modèle KDE. De plus, les valeurs de �abilité du modèle QR-Lasso
sont légèrement inférieures à la �abilité du modèle de machine learning proposé dans [57].

Les valeurs de précision des quantiles (sharpness) sont présentées sur la �gure 4.6
pour les mêmes intervalles de prévision que celui de la �abilité. La �gure montre que la
sharpness augmente avec le quantile nominal (taux de couverture). Les valeurs vont de
3% à 58% et sont inférieures à celles observées pour le modèle KDE pour les quantiles
inférieurs à q60. Pour les quantiles supérieurs, le modèle QR-Lasso présente des valeurs
de sharpness supérieures à celles du modèle KDE.

4.3.3 Puissances prédites

Les critères de �abilité et de précision ne sont pas su�sants pour évaluer les perfor-
mances du modèle QR-Lasso. La �gure 4.7 représente les puissances prédites comme un
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Figure 4.3 � Nombre de coe�cients non nuls retenus hors variables météorologiques par le
modèle QR-Lasso par décile. Une ligne par centrale pour quatre centrales sur l'échantillon de
validation. L'horizon est 6 heures.

Figure 4.4 � Les centrales sélectionnées par le modèle QR-Lasso pour la prévision de
la médiane pour trois centrales d'intérêt (en rouge). Les centrales en bleu sont celles
sélectionnées parmi les autres (en gris). L'horizon de prévision considéré est 15 min.

ensemble d'intervalles de prévision pour six jours de l'ensemble de tests pour la centrale
P1. Le modèle QR-Lasso anticipe assez bien les variations de production. La longueur des
intervalles inter-quantile est faible par rapport à ce qui peut être observé dans la littéra-
ture [57]. La plupart des variations pour les jours caractérisés par une forte variabilité de
la production sont assez bien prédites dans l'ensemble.
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Figure 4.5 � Fiabilité des quantiles estimés pour 3 heures d'horizon. Pour le modèle
KDE, deux matrices de lissage ont été utilisées (courbes rouges et vertes) pour montrer
l'impact de la matrice de lissage sur la �abilité. La courbe bleue représente le modèle
QR-Lasso

Figure 4.6 � Sharpness des densités prévues pour des horizons 3h. Les courbes rouges et vertes
représentent respectivement les modèles KDE avec deux cas de matrice de lissage. La courbe bleue
représente le modèle QR-Lasso.
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Figure 4.7 � Exemples de quantiles prédits par le modèle QR-Lasso pour 6 jours avec des
conditions météorologiques di�érentes. Les quantiles sont représentés de10% à 90% avec un pas
de 10%. Le pas de temps est 15 min. L'horizon est 6 heures.

Score CRPS
Ces bonnes performances du modèle QR-Lasso sont con�rmées par l'analyse des scores de
probabilité (CRPS) [129] de nos modèles. Le CRPS évalue la distribution en synthétisant
les critères de �abilité et de précision. Le CRPS est dé�ni pour une fonction de distribution
cumulative F et son observationy par :

crps(F; y) =
Z 1

�1
(F (x) � H (x � y))2 dx (4.13)
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Tableau 4.2 � CRPS du modèle spatio-temporel QR-Lasso et du modèle de référence KDE
pour cinq centrales du jeu de données.

Power plant
CRPS (% Pmax)
KDE QR-Lasso

P1 7.2 5.2
P2 8.32 4.14
P3 7.65 5.23
P4 8.67 5.14
P5 8.32 4.38

avec H (x) la fonction Heaviside dont la valeur est de0 pour les x négatifs et 1 pour les
valeurs positives dex. Le CRPS peut être interprété comme une mesure de la distance
entre la fonction de distribution cumulée observée et celle prévue. Les valeurs moyennes
de CRPS sur 6 heures d'horizon de prévision sont présentées dans le tableau 4.2 pour
le modèle KDE de référence avec la matriceH 1 (le meilleur des deux modèles KDE) et
le modèle QR-Lasso pour cinq centrales du jeu de données. Les valeurs CRPS sont plus
faibles pour le modèle QR-Lasso con�rmant l'amélioration de la performance de prévision
par rapport au KDE. De plus, ces valeurs du CRPS sont inférieures à celles de l'ensemble
des modèles présentés dans la revue bibliographique [16].

4.4 Conclusion

Dans ce chapitre, nous avons proposé un modèle spatio-temporel probabiliste dans un
double objectif. Le premier est de fournir des prévisions de production PV à court terme
(inférieure à 6 heures) avec des niveaux d'erreurs associés a�n de donner plus d'informa-
tions sur la distribution future de la production. Le second objectif est de proposer un
modèle de prévision probabiliste qui puisse exploiter les corrélations spatio-temporelles
mises en évidence dans le chapitre 1. Pour répondre à ces deux objectifs, nous avons dans
un premier temps proposé un modèle de prévision probabiliste de référence. Le modèle
retenu est le modèle KDE qui fournit des estimations de densité par de la régression
à noyau. Le modèle que nous avons proposé pour la prévision spatio-temporelle de la
production PV est dénommé QR-Lasso. C'est un modèle basé à la fois sur la régression
quantile classique et sur la régression pénalisée de type Lasso. L'une des particularités
de ce modèle est que l'estimation des coe�cients n'est pas quadratique maisL 1 comme
la norme de pénalisation. Ce modèle permet de gérer directement sans phase de pré-
traitement la grande quantité de données générées par l'utilisation des séries de centrales
voisines et leurs valeurs retardées mais aussi les prévisions issues de modèles de prévision
de type NWP. En e�et, la pénalisation Lasso permet de sélectionner automatiquement les
données les plus utiles pour la prévision PV. La recherche de parcimonie dans les modèles
est aussi valable pour le modèle KDE, c'est pourquoi nous avons proposé l'utilisation du
critère d'information mutuel pour déterminer les variables les plus intéressantes pour la
prévision par le KDE.

Les critères d'évaluation des modèles de prévisions probabilistes ont été présentés. Ces
critères ont ensuite été utilisés pour évaluer le modèle QR-Lasso proposé et comparer ses
performances au modèle KDE de référence mais aussi à certains modèles de la littérature.
Un jeu de données réelles avec un nombre élevé d'installations photovoltaïques a été utilisé
pour montrer tout le potentiel de l'approche spatio-temporelle probabiliste. Le modèle
QR-Lasso proposé présente une amélioration signi�cative de la performance par rapport
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au modèle KDE de référence pour l'ensemble des critères évalués.
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Chapitre 5

Intégration des images satellites
pour la prévision PV

5.1 Introduction

Les méthodes de prévision spatio-temporelles présentées dans les chapitres précédents
sont basées sur les corrélations spatio-temporelles entre des sites de production géogra-
phiquement dispersés. Dans ce chapitre, nous nous intéressons à une autre source de
données adaptées à la prévision à court-terme de la production PV : les images satel-
lites. Ces images présentent des résolutions spatiales et temporelles plus �nes que celles
des modèles NWP et sont mises à jour beaucoup plus rapidement que ces derniers. Les
images satellites sont utiles pour la prévision de production PV car elles permettent de
prévoir les évolutions de la couverture nuageuse. Rappelons que la couverture nuageuse
est la principale source de variabilité intra-journalière de la production. Les méthodes de
traitement d'images sont utilisées pour extraire des images les informations relatives aux
mouvements des nuages, notamment leurs vitesse et direction. Il existe plusieurs satellites
en orbite autour de la Terre qui sont utilisés pour di�érentes applications dont la fourni-
ture des images utilisées pour prévoir les mouvements des nuages. La �gure 5.1 présente
quelques satellites en orbite autour de la Terre utilisés pour l'observation des phénomènes
météorologiques. L'objectif de ce chapitre est de proposer une méthode d'intégration des
informations contenues dans les images satellites dans le modèle spatio-temporel dé�ni
dans le chapitre 3. Cette intégration vise à utiliser d'une source de données avec des temps
de mise à jour rapide et des résolutions spatiales plus importantes. En e�et, les images
satellites peuvent couvrir de grandes régions avec des résolutions �nes (environ un tiers de
la Terre et une taille de pixel approximative de 5 km) et les délais d'acquisition des images
sont très courts. Il existe aussi d'importantes archives d'images satellites exploitables.

La première partie de ce chapitre est consacrée à une revue de la littérature des
méthodes de prévision à court-terme à partir d'images satellites et à la présentation des
images satellites que nous avons utilisées dans le cadre de nos travaux. La deuxième partie
décrit la démarche d'intégration des informations des images satellites dans un modèle
spatio-temporel qui exploite les mesures de centrales voisines. La nature spatio-temporelle
du modèle ainsi proposé est double en ce sens où elle provient à la fois de l'information
distribuée de la production, mais aussi des images satellites. Le modèle intégrant les images
satellites est évalué et comparé au modèle sans images satellites. Dans toute cette partie,
seul le jeu de donnéesd2 a été utilisé. La dernière partie de ce chapitre est consacrée
à une étude comparative des performances du modèle spatio-temporel en fonction des
di�érentes sources de données. Nous proposons une approche incrémentale dans le sens
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Figure 5.1 � Exemples de satellites météorologiques géostationnaires. Source : Météo
France

où nous partons d'un modèle temporel, et nous évaluons l'apport respectif des mesures
de centrales voisines, des prévisions NWP et des images satellites sur les performances de
prévision. Cette étude permet de répondre à la question du choix des sources de données
à privilégier en fonction des horizons de prévision envisagés. Cette question est cruciale
dans un contexte caractérisé par la multiplication des mesures et des sources de données
liées à la maîtrise de la production PV.

5.2 Revue de littérature et présentation des données satel-
lites

5.2.1 État de l'art

Les images de satellites géostationnaires peuvent être utilisées pour estimer l'irradia-
tion au sol. Il existe dans la littérature di�érentes méthodes pour réaliser cette estima-
tion. La principale di�érence entre ces méthodes est le procédé utilisé pour caractériser
les interactions entre le rayonnement solaire et l'atmosphère. On retrouve dans [130, 131]
une revue des premiers procédés utilisés, classi�és selon qu'ils soient physiques ou statis-
tiques. Les di�érentes évolutions dans la caractérisation des phénomènes atmosphériques
et les avancées technologiques dans le domaine de l'imagerie satellitaire ont conduit à des
méthodes de plus en plus performantes pour passer des images satellites à des données
d'irradiation [132, 133, 134, 21, 20]. Les données satellites peuvent être couplées à des
mesures d'irradiation au sol pour améliorer la qualité des estimations fournies ; c'est la
méthode de site-adaptation qui permet de rapprocher les estimations des mesures réelles
sur site [83, 135, 136].

Les données d'irradiation au sol produites soit par la seule exploitation des images
satellites, soit par le couplage aux mesures au sol sont utilisées pour fournir des prévisions
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d'irradiation pour des horizons allant de 0 (nowcasting) à 6 heures, en se basant sur
des méthodes de prévision physiques, statistiques ou hybrides présentées dans les revues
de littérature [137, 11]. On retrouve entre autres, les cloud motion vector (CMV) qui
déterminent les vitesses et directions des nuages par l'analyse des images satellites [138,
139, 140, 84, 141, 19] a�n de fournir de meilleures prévisions de l'irradiation. Les réseaux
de neurones arti�ciels [142, 143, 144], les SVM [145, 146] et l'estimation bayésienne [147]
sont aussi utilisés dans le cadre de la prévision de l'irradiation à partir d'images satellites.
On retrouve aussi des méthodes spatio-temporelles [88] et des méthodes qui combinent à
la fois images satellites, prévisions NWP et mesures au sol [148, 87].

5.2.2 Présentation des données satellites

Les données satellites utilisées dans le cadre de ces travaux sont issues de la base de
données Helioclim [149] créée à partir des images des satellites MFG d'EUMETSAT (Euro-
pean Organization for the Exploitation of Meteorological Satellites). La version Helioclim-
3 de cette base de données est l'une des plus performantes et présente de meilleures ré-
solutions temporelles (15 minutes) et spatiale (3 km au nadir ; le nadir étant l'ensemble
des points à surface de la Terre qui se trouvent directement en dessous de la trajectoire
du satellite). Cette base de données repose sur la méthode de conversion d'images satel-
lites en estimation de radiation au sol Héliosat-2 [134] dont nous ne présentons pas ici les
caractéristiques. La station de réception METEOSAT de TRANSVALOR permet un trai-
tement en temps réel des images. La base de données comporte les données d'irradiation
sur plan horizontal, incliné et normal. Les pas de temps peuvent être de 15 min, horaires,
journaliers ou mensuels. La couverture géographique correspondante va de -66�à 66�en
latitude et longitude. Les données peuvent être post-traitées selon les étapes suivantes :

� chaque pixel est interpolé dans le temps à 15 min ;

� tous les pixels pour lesquels l'élévation du soleil est en dessous de 2 degrés sont
interpolés ;

� les altitudes, biais et indice de ciel-clair sont corrigés.

Plus de détails sur la base de données et le traitement des images sont fournis par le site
du service SODA (Solar radiation data)1 et dans les références [150, 151, 152, 153].

5.3 Méthode d'intégration des données d'images satellites

Nous présentons ici la procédure appliquée pour intégrer les informations des images
satellites dans le modèle spatio-temporel. Nous avons utilisé ici des images satellites sous
formes de cartes qui recouvrent la zone géographique des centrales du jeu de donnéesd2.
La première étape de la procédure est de dé�nir les points de cartes qui sont intéressants
dans le cadre de la prévision PV et le traitement à apporter à ces points. Nous présentons
ensuite le modèle statistique de prévision qui intègre les données satellites. En�n, nous
détaillons les résultats de l'évaluation des performances des prévisions issues de ce modèle
et de sa comparaison aux modèles sans images satellites.

5.3.1 Détection des points d'intérêts des images

Sur une carte issue des données satellites, chaque point (pixel) correspond à une série
temporelle à un pas de temps de 15 min des valeurs d'irradiation globale sur plan horizon-
tal (GHI, Global Horizontal Irradiation) sur une période donnée. La �gure 5.2 représente

1. www.soda-pro.com
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la carte recouvrant les centrales du jeu de donnéesd2 pour deux dates de l'année 2015.
Cette image comporte 3115 pixels. On remarque que les niveaux d'irradiation les plus
élevés sont observés pour le mois de juillet avec des valeurs qui approchent du double de
celles observées en janvier. Cela traduit l'e�et de la saisonnalité sur le niveau d'irradia-
tion reçu à la surface de la terre. Nous disposons aussi des cartes qui fournissent les séries
d'irradiation ToA et d'index de ciel-clair.

(a) 01/01/2015 à 12h00 UTC

(b) 01/07/2015 à 12h00 UTC

Figure 5.2 � GHI, provenant d'une carte satellite recouvrant les sites de production du jeu
de donnéesd2. Les centrales PV sont représentées par les points noirs (voir correspondance
avec le graphique2.2).

Nous procédons pour chaque centrale PV à la détection des points de l'image satellite
qui sont intéressants dans le cadre de la prévision spatio-temporelle. Cette analyse vise
un double objectif, le premier est de déterminer la sous-partie de l'image dont les pixels
(donc les séries d'irradiation) sont les plus liés à la production du site et de quanti�er ce
lien. Le second objectif est de déterminer l'intérêt de l'utilisation des images satellites.

Pour chacune dess = 1 ; : : : ; n installations PV, l'identi�cation des points de l'image
intéressants pour la prévision se fait en plusieurs étapes. La première est de choisir les
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pixels dans un rayon de 50 km autour du site d'intérêt. La �gure 5.3 présente pour trois
centrales du jeu de données, les zones d'intérêt retenues sur l'image pour le 01/01/2015 à
12h00 UTC.

Figure 5.3 � Zones d'intérêt de l'image satellite retenues autour de trois sites du jeu
de donnéesd2. L'image correspond au 01/01/2015 à 12h00 UTC. Les centrales PV sont
représentées par les points noirs.

Nous avons fait ici un choix de taille de bloc �xe indépendant de l'horizon de prévision
mais il existe des méthodes qui choisissent des tailles de bloc évolutives en fonction de l'ho-
rizon, notamment pour les applications de détection de déplacement de structures d'une
image à une autre [154]. La deuxième étape consiste à transformer les séries d'irradiation
GHI en série de production. Ensuite, nous évaluons le lien entre la mesure de production
sur le site et les données issues de l'estimation satellite. Pour cela, nous utilisons un critère
bi-varié d'association spatiale proposé par Wartenberg [155] inspiré de l'indice de Moran.
Notons X i;j (t) l'estimation de la production fournie par la carte satellite au point (i; j )
pour l'instant t, Ys(t) la mesure de production enregistrée sur le sites à l'instant t et �
un retard temporel. Le coe�cient d'association spatiale inspiré de celui de Wartenberg
s'écrit :

I (i;j );s(� ) =

P
t

�
X i;j (t)) � �X

� �
Ys(t � � ) � �Ys

�

r
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t

�
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� 2
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t

�
Ys(t � � ) � �Ys

� 2
: (5.1)

Le coe�cient ainsi dé�ni permet de répondre aux problématiques de mise en évidence de
lien à la fois spatial et temporel. Pour un décalage temporel nul de la série de mesure
(� =0), le coe�cient d'association permet d'évaluer la corrélation entre les points de grille
retenus et la mesure. La �gure 5.4 présente pour trois centrales du jeu de données les
valeurs de corrélations obtenues entre la production et les estimations pour les pixels
de l'image satellite. Rappelons que pour chaque point de grille, nous disposons d'une
série temporelle d'estimation de GHI et que les corrélations ont été calculées entre les
productions équivalentes de ces estimations et la mesure sur site. Les corrélations les plus
importantes sont observées pour les points les plus proches des centrales avec des valeurs
de corrélations qui restent toutefois élevées sur l'ensemble de la zone d'intérêt.

Le calcul du coe�cient d'association avec des valeurs de retards temporels non nuls
(� > 0) permet d'évaluer l'intérêt de l'utilisation des images satellites pour les horizons
envisagés. Dans notre cas, les retards temporels considérés sont liés aux horizons de pré-
vision envisagés, c'est-à-dire 6 heures. Nous avons appliqué des décalages temporels de
1 heure à 6 heures aux séries de production PV. Les coe�cients d'association entre ces
séries et les estimations de production pour les pixels de l'image satellite sont calculés.
Ils permettent de déterminer les zones d'intérêt des images satellites pour les prévisions
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Figure 5.4 � Corrélation entre mesure sur site et estimation d'images satellites pour trois
centrales PV. Les corrélations sont calculées pour le mois de janvier 2015 ; les séries sont
au pas de temps de 15 min. Les centrales PV sont représentées par les points noirs.

pour des horizons correspondant au décalage appliqué. La �gure 5.5 présente pour une
centrale à l'ouest de la région couverte par le jeu de données, les valeurs du coe�cient
d'association pour di�érents décalages temporels. On remarque que pour des décalages
temporels (ou horizons) faibles, la zone d'intérêt qui correspond aux plus fortes valeurs
du coe�cient d'association reste proche de la centrale d'intérêt. Cette zone s'éloigne pro-
gressivement lorsque les valeurs de décalage temporel augmentent. On peut expliquer ce
déplacement par l'advection des nuages. De plus, les valeurs de coe�cient d'association
diminuent avec le décalage temporel et la zone d'intérêt se déplace vers le nord-est quand
le décalage augmente. Les �gures 5.6 et 5.7 présentent pour deux centrales respectivement
situées au centre et à l'est de la région couverte par l'ensemble des centrales du jeu de
données, les valeurs du coe�cient d'association pour di�érents décalages temporels. On
observe aussi le déplacement de la zone d'intérêt pour la centrale située la plus à l'est.
Les valeurs de coe�cients d'association observées sont aussi élevées, décroissantes avec
l'horizon et indiquent que l'exploitation des images satellites pour la prévision permet la
prise en compte d'informations supplémentaires.

5.3.2 Le modèle de prévision

Le modèle spatio-temporel déterministe avec sélection de variable Lasso a été utilisé
pour intégrer les données des images satellites au modèle de prévision. Rappelons que ce
modèle est dé�ni par

P x
t+ hjt = � 0

h +
LsX

l=0

X

y2X

� l;y
h P y

t � l

s.c argmin
�;

�
1
2

RSS(�;  ) + � k� k1

� (5.2)

où X représente l'ensemble des centrales voisines.
La méthode d'intégration des données des images satellites à ce modèle que nous

proposons est l'ajout de ces informations comme variables exogènes dans le modèle de
prévision. Cette intégration sous forme de variables exogènes nécessite de choisir quels sont
les pixels à intégrer au modèle pour la prévision de la production PV. En e�et, la �gure 5.3
représente les pixels d'intérêts autour de quelques centrales du jeu de données. La zone de
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(a) � = 1 heure (b) � = 2 heures (c) � = 3 heures

(d) � = 4 heures (e) � = 5 heures (f) � = 6 heures

Figure 5.5 � Valeurs du coe�cient d'association entre mesure sur site avec des déca-
lages temporels et les estimations d'images satellites pour une centrale à l'ouest de la
région couverte. La centrale PV est représentée par le point noir,� représente le décalage
temporel.

50 km dé�nie autour de ces centrales représente un nombre important de pixels susceptible
de poser un problème de dimension pour le modèle. Nous proposons donc une intégration
des pixels voisins de la position de la centrale qui se fait suivant le même principe que les
mesures de centrales voisines, c'est à dire en appliquant la sélection de variables Lasso. Ce
choix de méthode d'intégration permet d'éviter des pertes d'informations qui pourraient
subvenir dans les cas de choix arbitraires de pixels, ou d'utilisation de la moyenne des
estimations pour les pixels autour de la centrale d'intérêt. Le modèle �nal obtenu est le
suivant :

P x
t+ hjt = � 0
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LsX

l=0

X
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s.c argmin
�;

�
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2

RSS(�;  ) + � 1k� k1 + � 2k k1

�
:

(5.3)

avec Psatt les données satellites,Ls0 le lag maximal appliqué aux pixels. Les termes de
pénalités � 1 et � 2 sont associés respectivement aux données de production et aux entrées
liées aux images satellites.
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(a) � = 1 heure (b) � = 2 heures (c) � = 3 heures

(d) � = 4 heures (e) � = 5 heures (f) � = 6 heures

Figure 5.6 � Valeurs du coe�cient d'association entre mesure sur site avec des décalages
temporels et estimation d'images satellites pour une centrale au centre le région couverte.
La centrale PV est représentée par le point noir,� représente le décalage temporel.

5.3.3 Évaluation des performances du modèle

Les performances du modèle spatio-temporel avec images satellites sont comparées
avec les performances du modèle spatio-temporel tel que dé�ni par l'équation (5.2). L'ho-
rizon maximal de prévision considéré est 6 heures. La première analyse que nous avons
menée est d'examiner les variables sélectionnées a�n de déterminer la source d'informa-
tion privilégiée entre images satellites et données de centrales voisines. Nous évaluons
ensuite l'apport de l'intégration des images satellites sur les performances de prévision
grâce aux critères de RMSE, de MAE et de biais. Les termes de pénalisation sont obtenus
par validation croisée [124].

Analyse des variables sélectionnées
La région d'intérêt de l'image satellite retenue autour de chaque centrale PV est de 50
km. Cette région correspond approximativement à l'ensemble des400 pixels de l'image
satellite, les plus proches de la centrale PV. Ces400 pixels sont intégrés dans le mo-
dèle de prévision spatio-temporel. Le nombre initial de variables d'entrée dans le modèle
spatio-temporel avec images satellites pour une centrale donnée est donc de2015; ce qui
correspond aux pixels avec leurs retards respectifs (400 * 3 (3 heures)) et aux séries de
production des centrales voisines avec leur retards respectifs (136 * 6 (nombre de lags)
-1). Le tableau 5.1 présente pour une centrale le nombre de variables sélectionnées en

90



Intégration des images satel lites pour la prévision PV

(a) � = 1 heure (b) � = 2 heures (c) � = 3 heures

(d) � = 4 heures (e) � = 5 heures (f) � = 6 heures

Figure 5.7 � Valeurs du coe�cient d'association entre mesure sur site avec des déca-
lages temporels et estimation d'images satellites pour une centrale située à l'est de la
région couverte. La centrale PV est représentée par le point noir,� représente le décalage
temporel.

fonction de l'horizon. Les nombres de pixels et de centrales PV di�érentes (sans les séries
retardées) sélectionnés sont aussi présentés dans le tableau. Le faible nombre de variables
sélectionnées montre que la procédure de sélection de variables est e�cace pour la ré-
duction de la dimension du problème. De plus, on constate que les variables sélectionnées
sont majoritairement des variables liées à la production des sites voisins, suivies des pixels
d'images satellites. On pourrait s'attendre à ce que le nombre de pixels choisis augmente
avec l'horizon de prévision mais ce n'est pas le cas. Cela peut s'expliquer par le fait que
les sites voisins limitrophes concentrent l'essentiel de l'information spatio-temporelle. La
sélection de pixels supplémentaires n'apporte donc pas de valeur ajoutée à la modélisation.

Tableau 5.1 � Nombre de pixels et de centrales sélectionnés par horizon pour une centrale
PV

Horizons
Nombre initial de variables = 1351

Nbre de pixels Nbre de centrales PV Nbre total de variables
sélectionnés sélectionnées sélectionnées (lag et pixels inclus)

15 min 4 28 67
1 h 4 22 64
3 h 7 25 56
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Apport des images satellites sur les performances de prévision
Les tableaux 5.2 et 5.3 présentent pour deux centrales les critères du RMSE et du MAE
en fonction de l'horizon. L'analyse de ces valeurs de critères montre que le modèle avec
les images satellites présente des valeurs plus faibles pour l'ensemble des horizons. On
constate une amélioration moyenne du MAE de10% et du RMSE de 3% due à l'ajout
des images satellites. L'analyse est la même pour les autres centrales du jeu de données.

Tableau 5.2 � Comparaison des RMSE des modèles spatio-temporel intégrant les images
satellites et spatio-temporel sans images satellites pour deux centrales du jeu de données.

Les valeurs sont normalisées par la puissance maximale observée. "ST" le modèle
spatio-temporel sans images satellites et "ST + SAT" celui avec les images satellites.

Horizons
P1 P2

RMSE (%Pmax ) Amélioration RMSE (%Pmax ) Amélioration
(heure) ST ST + SAT (%) ST ST + SAT (%)

0.25 6.12 6.01 1.80 6.24 6.13 1.76
0.50 7.80 7.65 1.92 8.08 7.93 1.86
0.75 8.86 8.70 1.81 9.13 8.97 1.75
1.00 9.92 9.74 1.81 10.15 9.97 1.77
2.00 13.13 12.89 1.83 13.61 13.36 1.84
3.00 15.53 15.23 1.93 16.03 15.72 1.93
4.00 16.97 16.64 1.94 17.48 17.15 1.89
5.00 17.84 17.46 2.13 18.38 17.99 2.12
6.00 18.46 17.90 3.03 18.99 18.41 3.05

Tableau 5.3 � Comparaison des MAE des modèles spatio-temporel intégrant les images
satellites et spatio-temporel sans images satellites pour deux centrales du jeu de données.

Les valeurs sont normalisées par la puissance maximale observée. "ST" le modèle
spatio-temporel sans images satellites et "ST + SAT" celui avec les images satellites.

Horizons
P1 P2

MAE ( %Pmax ) Amélioration MAE ( %Pmax ) Amélioration
(heure) ST ST + SAT (%) ST ST + SAT (%)

0.25 2.62 2.53 3.44 2.40 2.31 3.75
0.50 3.75 3.55 5.33 3.44 3.25 5.52
0.75 4.52 4.22 6.64 4.22 3.93 6.87
1.00 5.23 4.82 7.84 4.95 4.56 7.88
2.00 8.07 7.11 11.90 7.57 6.67 11.89
3.00 10.21 8.66 15.18 9.60 8.14 15.21
4.00 11.52 9.52 17.36 10.92 9.02 17.40
5.00 12.30 9.99 18.78 11.66 9.47 18.78
6.00 12.59 10.14 19.46 12.00 9.66 19.50

92



Intégration des images satel lites pour la prévision PV

5.4 Analyse comparative des performances des modèles pro-
posés

Dans cette partie, nous proposons une analyse comparative des performances des
di�érents modèles proposés dans le cadre de cette thèse. La �gure 5.8 présente une sché-
matisation des di�érents modèles implémentés.

Figure 5.8 � Présentation des di�érents modèles comparés dans le but de déterminer
l'apport de chaque source de données sur la qualité des prévisions.

Les modèles comparés
Nous proposons ici une approche incrémentale qui vise à quanti�er l'apport de chaque
source de données en termes de performance de prévision. Le modèle de référence est le
modèle autorégressif AR (équation (3.1)) qui est un modèle exploitant uniquement les
dépendances temporelles. La première comparaison est faite entre ce modèle de référence
et le modèle spatio-temporel. La première source de données dont l'impact est évalué est
donc l'ensemble des mesures des centrales voisines de la centrale d'intérêt. Le modèle ainsi
dé�ni est nommé modèle spatio-temporel ST. Dans ce modèle, la procédure de sélection
de variables proposée au chapitre 3 est intégrée, nous assurant ainsi le traitement des
problèmes de parcimonie et de dimension. Les données météorologiques locales (autour
du site d'intérêt) constituent la deuxième source de données dont nous avons évalué l'im-
pact par rapport au modèle de référence. Ce modèle est nommé modèle spatio-temporel
conditionné ST(Z). Les deux autres sources de données dont l'impact sur la qualité des
prévisions a été évalué sont les images satellites et les prévisions NWP. Ces deux sources
de données ont permis de construire deux modèles respectivement nommés modèle ST +
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(a) P1 (b) P2

Figure 5.9 � Comparaison des performances des di�érents modèles avancés par rapport
au modèle AR en fonction de l'horizon pour deux centrales du jeu de données. Le pas de
temps est 15 min.

SAT pour les images satellites et modèle ST + NWP pour les prévisions NWP. L'horizon
de prévision envisagé est 6 heures et les performances de ces modèles sont évaluées par
rapport au modèle de référence pour di�érents critères d'évaluation. Le jeu de donnéesd2

a été utilisé avec 10 mois pour l'apprentissage et 5 mois pour le testing. La variable mé-
téorologique locale utilisée ici est la vitesse du vent. Pour chaque centrale PV, les mesures
de vitesse de vent sont obtenues grâce à une station de mesure à proximité.

Résultats de l'analyse comparative
La �gure 5.9 présente les améliorations en terme de RMSE des di�érents modèles spatio-
temporels par rapport au modèle de référence pour deux centrales du jeu de données.
Le modèle spatio-temporel permet une amélioration moyenne de RMSE de10% pour 3
heures. Cette amélioration peut atteindre les20% en fonction des centrales. Ce résultat
est concordant avec ceux présentés au chapitre 3. L'utilisation des mesures de vitesse
de vent locales grâce à des stations météorologiques à proximité des centrales permet
d'améliorer de 2% en moyenne les performances de prévision pour les deux premières
heures de prévision. Au-delà de 3 heures, ces mesures ne contribuent pas à améliorer
davantage les performances de prévision par rapport au modèle spatio-temporel de base.
Le modèle spatio-temporel qui intègre les prévisions NWP ne présente pas d'amélioration
signi�cative par rapport au modèle spatio-temporel initial sur l'ensemble des 6 heures de
prévision. Il faut toutefois noter une légère amélioration des performances de ce modèle
pour des valeurs d'horizon à partir de 5 heures. L'intégration des images satellites permet
de réduire davantage les erreurs de prévision. En e�et, on constate sur la �gure une
amélioration du RMSE de l'ordre de 3% en moyenne du modèle avec images satellites
intégrées par rapport au modèle spatio-temporel simple.

5.5 Conclusion

Dans ce chapitre, nous avons proposé un modèle spatio-temporel qui exploite non
seulement les informations spatio-temporelles transmises par les mesures de production
des sites voisins, mais aussi les images satellites. Ces dernières étant caractérisées par des
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résolutions plus �nes et des vitesses des mises à jour plus fréquentes que les prévisions
NWP, elles constituent une source de données très intéressante pour la prévision PV. Nous
avons présenté une procédure de sélection des pixels autour des centrales pour lesquelles
la prévision de production PV est envisagée. Cette procédure permet de passer d'images
recouvrant l'ensemble des centrales considérées à une image plus �ne qui se concentre
autour de la centrale d'intérêt. La relation entre les points d'intérêts de la zone retenue
autour des centrales et la production du site a permis de voir que les pixels les plus
proches de l'images sont les plus corrélés à la production. Les informations des images
satellites ont donc été intégrées au modèle spatio-temporel avec la méthode de sélection
de variables dé�nie au chapitre 3. Cette intégration a été faite sous forme de variables
exogènes supplémentaires en adaptant aussi la régularisation aux pixels de l'image. Le mo-
dèle spatio-temporel proposé procède donc au choix optimal des variables de production
mais aussi des pixels de l'image satellite. Les variables sélectionnées par le modèle sont
en majorité des variables de production complétées de quelques pixels retenus. Les pixels
retenus permettent d'apporter des informations supplémentaires au modèle entrainant
une amélioration des performances de prévision.

Nous avons dans la deuxième partie de ce chapitre, quanti�é l'apport de chacune des
di�érentes sources d'informations à savoir les images satellites, les mesures de centrales
voisines, les prévisions NWP et les mesures météorologiques locales sur les performances
de prévision en comparaison avec un modèle de référence exclusivement temporel. Les
horizons de prévisions envisagés sont de 6 heures. La plus grande source d'amélioration
provient de l'utilisation des mesures de centrales. Les images satellites permettent de
réduire davantage les erreurs de prévision lorsqu'elles sont associées aux modèles spatio-
temporels. L'e�et des prévisions NWP est très faible sur les premiers horizons en oppo-
sition avec celui des mesures météorologiques locales. Les prévisions NWP permettent
cependant de corriger les mauvaises performances du modèle spatio-temporel pour les
horizons supérieurs à 12 heures con�rmant ainsi l'importance de la météorologie pour ces
horizons de prévision.
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Chapitre 6

Conclusions et perspectives

6.1 Conclusions générales

La prévision à court-terme de la production photovoltaïque est nécessaire pour la
maitrise de la variabilité due à l'intermittence de la production, le maintien de l'équilibre
entre l'o�re et la demande en électricité et la gestion de la réserve. Elle est aussi très utile
pour les producteurs aussi bien pour la participation aux marchés de l'électricité que la
plani�cation des opérations de maintenance et la gestion de la production. Il existe dans
la littérature de nombreuses méthodes de prévision de la production PV pour di�érents
horizons. Cette thèse porte sur la prévision à court-terme (� 6 h) de la production pho-
tovoltaïque basée sur l'exploitation des corrélations spatio-temporelles entre les di�érents
sites de production. L'objectif principal de cette thèse était d'améliorer la prévision de la
production d'un site donné en utilisant les sites de production voisins comme des sources
supplémentaires d'informations.

La première partie de ce travail a été de démontrer l'existence de corrélations spatio-
temporelles entre les séries de mesures de sites de production géographiquement distribués.
Pour cela, une étude de la variabilité de la production PV a été menée dans la première
partie du chapitre 2. Les deux principales origines de la variabilité de la production PV
intra-journalière sont la course du soleil et les perturbations météorologiques. La mise
en évidence de corrélations spatio-temporelles entre les séries de production de di�érents
sites passe par l'extraction de la variabilité due à la course du soleil. En e�et, une analyse
directe de corrélations entre les séries brutes de di�érentes centrales ne serait qu'une mise
en évidence d'une propagation est-ouest due à la course du soleil. De plus, les méthodes de
traitement des séries de production PV proposées dans la littérature présentent des limites
sur les faibles productions et ne sont pas bien documentées. Nous avons donc proposé dans
la deuxième partie du chapitre 2, une nouvelle méthode de stationnarisation qui a pour
but d'extraire la variabilité due au mouvement du soleil des séries de production PV.
Cette méthode de stationnarisation que nous avons proposé s'inscrit dans la continuité de
celle de la normalisation des séries d'irradiation par des modèles qui font l'hypothèse de
ciel-clair. Toutefois la méthode que nous avons proposée ici contrairement à d'autres, ne
nécessite pas une modélisation spéci�que des phénomènes qui ont lieu dans l'atmosphère.
La méthode de stationnarisation proposée a été présentée dans le premier article publié
qui est fourni en annexe. Les performances de la méthode de stationnarisation ont été
évaluées au sens des critères statistiques de stationnarité mais aussi des performances en
prévision des nouvelles séries. Les séries stationnarisées ainsi construites ont été ensuite
utilisées pour calculer les corrélations spatiales et temporelles entre les séries de production
PV de di�érents sites. Cette étude de corrélation basée sur les séries stationnarisées a mis
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en évidence des corrélations signi�catives entre les productions de di�érents sites pour des
horizons temporels de l'ordre de 6 heures et des résolutions spatiales de moins de 250 km.
Ces corrélations traduisent des propagations d'informations relatives aux perturbations
météorologiques (l'e�et de la course du soleil ayant été enlevé).

Les corrélations spatio-temporelles ayant été mises en évidence, la deuxième partie de
notre travail a été de proposer des modèles de prévision qui exploitent ces corrélations.
Le modèle spatio-temporel proposé pour la prévision déterministe de la production PV a
été présenté au chapitre 3. Des modèles qui n'exploitent que les informations temporelles
ont aussi été dé�nis et utilisés comme référence a�n d'évaluer l'apport de l'utilisation
des informations spatio-temporelles. Le modèle spatio-temporel proposé est inspiré du
modèle vectoriel autorégressif. Les entrées identi�ées pour ce modèle pour exploiter les
informations spatio-temporelles sont les mesures de production sur le site d'intérêt, les
séries de production des sites voisins, les séries retardées associées à chacun de ces sites.
Deux extensions du modèle spatio-temporel ont été proposées dans la deuxième partie
du chapitre 3. La première a été d'intégrer au modèle de prévision spatio-temporel des
informations sur les conditions météorologiques au voisinage de la centrale d'intérêt. Cette
intégration a été faire par conditionnement des coe�cients du modèle à une variable
décrivant les conditions météorologiques. Les coe�cients du modèle spatio-temporel sont
donc calculés suivant les valeurs de la variable météorologique locale retenue. La deuxième
amélioration concerne la dimension du modèle et sa parcimonie. En e�et, un nombre
important de centrales voisines entraîne une augmentation signi�cative du nombre de
variables en entrée du modèle. La deuxième extension du modèle spatio-temporel permet
d'apporter une solution à ce problème par une méthode de sélection de variables. La
régularisation Lasso est la méthode de sélection de variables que nous proposons. Elle
est directement intégrée à la procédure d'estimation des coe�cients du modèle spatio-
temporel. Les critères d'évaluation des prévisions déterministes ont permis de comparer
les performances des di�érents modèles proposés par rapport aux références pour des
horizons allant jusqu'à 6 heures. Il en ressort que le modèle spatio-temporel permet une
amélioration moyenne de20% du critère du RMSE par rapport au modèle de référence
autorégressif. De plus, le conditionnement par la vitesse du vent et la sélection de variables
Lasso permettent aussi de réduire les erreurs de prévision pour l'ensemble des critères
évalués. Dans la dernière partie du chapitre 3, nous avons évalué pour des horizons allant
jusqu'à 12 heures, l'apport de l'intégration des données issues de modèles numériques
de prévision de type NWP sur les performances de prévision. Cette analyse a montré
que pour des horizons inférieurs à 6 heures, le modèle spatio-temporel avec uniquement
les données de production est plus précis que celui avec les prévisions météorologiques
NWP. De plus, pour ces horizons, les prévisions NWP n'apportent pas d'améliorations
importantes (1% en moyenne). Pour les horizons supérieurs à 6 heures, les performances
du modèle spatio-temporel sans les données NWP se dégradent signi�cativement. Cette
dégradation est corrigée par l'intégration des données NWP. Cela traduit l'importance
de l'utilisation des données NWP pour les prévisions de production PV pour les horizons
de plus de 6 heures. Le modèle spatio-temporel déterministe proposé a fait l'objet d'un
article publié qui est présenté dans l'annexe A.

La troisième partie de notre travail a été de proposer un modèle de prévision qui
exploite les informations spatio-temporelles pour fournir des prévisions probabilistes de
la production PV. Les prévisions probabilistes permettent d'avoir plus d'informations
sur la distribution future de la production PV et ainsi de pouvoir quanti�er les erreurs
associées à ces prévisions. Nous proposons dans le chapitre 4 un modèle de prévision
probabiliste basé sur la régression quantile et la pénalisation Lasso. Ce modèle exploite
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les corrélations spatio-temporelles entre les données de production mais aussi les prévisions
météorologiques. Ce modèle permet de fournir des prévisions des quantiles conditionnels
de la distribution future de la production PV pour des horizons de 6 heures. Ce modèle
est comparé avec le modèle d'estimation par noyau qui est couramment utilisé dans la
littérature. L'évaluation des performances avec les critères de prévision probabiliste a
mis en évidence de meilleures performances de prévision avec le modèle spatio-temporel
probabiliste proposé.

La dernière partie de notre travail a été d'utiliser les images satellites comme nouvelle
source de données. Nous avons proposé dans le chapitre 5 une méthode d'intégration des
images satellites dans un modèle spatio-temporel de prévision. Cette méthode permet de
sélectionner les pixels les plus pertinents pour la prévision de la production d'une centrale
et de les intégrer à un modèle qui exploite à la fois ces pixels et les mesures des centrales
voisines. L'utilisation des images satellites permet d'améliorer la qualité des prévisions
de production PV de 10% en moyenne absolue. Dans la dernière partie du chapitre 5
une analyse comparative de l'apport des di�érentes sources de données en fonction de
l'horizon de prévision a été menée.

En conclusion générale nous pouvons dire qu'avec les méthodes spatio-temporelles, la
prédictibilité à court-terme de la production PV peut être améliorée de façon signi�cative,
c'est-à-dire jusqu'à20%par rapport à une méthode classique. Les prévisions probabilistes
proposées ont de bonnes propriétés. En plus, le problème de dimension a été traité a�n
de pouvoir prendre en compte de grandes quantités de données.

6.2 Perspectives

Les travaux réalisés dans le cadre de cette thèse ont permis d'identi�er d'autres pistes
d'études. Une première piste d'étude pourrait être de proposer un modèle de prévision
probabiliste "intelligent" au sens du choix des variables d'entrée. Un tel modèle serait
capable de choisir entre les mesures sur sites, les mesures de centrales voisines, les prévi-
sions NWP, les mesures de station météo et les images satellites les données adéquates en
fonction de l'horizon pour fournir des prévisions de la distribution future de la production
PV. Ce choix serait fait de façon automatique à l'intérieur du modèle par des méthodes
de sélection de variables appropriées éliminant ainsi non seulement la possibilité de perte
d'informations (par un choix subjectif/aléatoire des sources de données utilisées) mais
aussi les problèmes de dimension du modèle. La mise en ÷uvre d'un tel modèle de prévi-
sion probabiliste avec un accent particulier sur les queues de distribution de la production
pourrait être une application intéressante dans le cas de la fourniture de services systèmes
au réseau.

Une perspective complémentaire pour un tel modèle serait de fournir des prévisions de
production PV pour des horizons plus longs pouvant atteindre une journée. Du point de
vue spéci�que de l'utilisation des images satellites, plusieurs pistes peuvent être étudiées.
Une première serait d'identi�er les nuages susceptibles d'a�ecter la production PV et d'ex-
traire des images les informations de vitesse et direction de ces nuages. Ces informations
seraient ensuite intégrées dans un modèle global avec choix automatique des informations
pertinentes. Une seconde piste d'amélioration liée aux images satellites serait d'évaluer
les incertitudes associées aux informations extraites des images satellites. De plus, la part
de ces incertitudes dans les erreurs de prévision pourrait être évaluée.
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Annexe A

Les articles soumis à des journaux
à comité de lecture

Les articles présentés ici sont en version preprint. La version �nale de ces articles et
les références de citation peuvent être retrouvées sur les sites respectifs des journaux à
qui les droits ont été cédés.
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Annexe B

Simplexe et point intérieur

L'algorithme du simplexe [156] a été découvert en 1947 par Georges B. Dantzig [157].
C'est un algorithme très e�cace de résolution des programmes linéaires. Considérons un
programme linéaire sous forme canonique :

min cT x; x 2 R n

avec Ax � b et x � 0: Chacune des m contraintes dé�nies par le couple(A; b) ampute le
domaine de variation dex d'un demi espace bordé par un hyperplan. Le domaine dex
résultant de l'ensemble des contraintes est un polyèdre convexe (de plus, si ce domaine
est borné et non vide, c'est un polytope).
L'objectif à minimiser étant linéaire, les ensembles de points prenant la même valeur sont
des hyperplans parallèles, et l'on conclut qu'on peut toujours trouver une solution opti-
male sur un des sommets du polyèdre.

L'idée principale de la méthode du simplexe est de caractériser les sommets du polyèdre
de façon algébrique, en faisant correspondre à chacun des sommets une base admissible.
On part d'un sommet initial (donc d'une base admissible) puis on passe successivement
d'un sommet à un sommet adjacent, en améliorant constamment la valeur de l'objectif.
Lorsqu'il n'est plus possible de passer d'un sommet à un sommet adjacent sans diminuer
la valeur de l'objectif, on stoppe l'algorithme. Dantzig a démontré que cela se produit
après un nombre �ni d'itérations, et qu'on a forcément atteint un optimum.
La méthode du simplexe revient donc à une exploration combinatoire du polyèdre admis-
sible des solutions.

Contrairement à l'algorithme du simplexe, la méthode de point intérieur part d'un
point situé à l'intérieur du polyèdre admissible.
Le principe de cette méthode consiste à faire évoluer de façon itérative ce point vers une
solution optimale du problème, tout en restant à l'intérieur strict du polyèdre admissible.
La méthode du point intérieur est fondamentalement di�érente de la méthode du simplexe.
En e�et, la méthode du simplexe �nit par donner, en un nombre �ni d'étapes, la valeur
exacte de l'optimum alors que les méthodes de point intérieur se contentent de faire
converger x. Il n'est pas possible d'atteindre l'optimum puisqu'on veille à ce que les
itérés restent à l'intérieur strict du polyèdre. De plus si la solution n'est pas unique
(une face entière du polyèdre est solution), les méthodes de point intérieur fourniront une
solution située à l'intérieur de cette face tandis que le simplexe donnera un de ses sommets.
En terme de complexité algorithmique, les deux méthodes sont de type polynomial. A
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précision � �xée, le nombre d'opérations à e�ectuer pour obtenir une solution approché à
� près est borné par un polynôme de la taille du problème.

Une fois le problème de minimisation de la régression quantile résolu, on peut dé�nir
un indicateur de la qualité de l'ajustement proposé par R. Koenker & J. Machado [158].
Il est dé�ni par

R1(� ) = 1 �
min
� 2 Rp

� � (Yi � X 0
i � )

min
� 02 Rp

� � (Yi � � 0)
: (B.1)

Ce critère est compris entre 0 et 1. Ce coe�cient d'ajustement est similaire a celui utilisé
dans le cas de la régression linéaire classique mais l'évaluation ne porte pas sur les mêmes
aspects. Le coe�cient R2 de la régression linéaire mesure les performances d'un modèle
en terme d'estimation de l'espérance conditionnelle avec une faible variance résiduelle.
Le coe�cient R1(� ) quant à lui mesure la performance de la régression quantile pour un
quantile spéci�que avec pour critère la minimisation d'une somme pondérée de résidus
absolus. Koenker & Machado montrent dans leurs travaux que ce coe�cient augmente
avec le nombre de covariables du modèle. Les outils pour la construction des modèles, et
le choix du meilleur modèle ayant ainsi été dé�nis, nous nous sommes intéressés aux tests
et diagnostics qui peuvent être mis en place dans le cadre d'une régression quantile. C'est
dans ce cadre que nous présentons par la suite les propriétés asymptotiques de l'estimateur
de la régression quantile.

Théorème Supposons que" � = Y � X 0� � admette, conditionnellement àX , une densité
en 0, f " � (0jX ) et que J� = E[f " � (0jX )XX 0] soit inversible. Alors

p
n

�
�̂ � � � �

�
L�! N

�
0; � (1 � � )J � 1

� E[XX 0]J � 1
�

�
(B.2)

Pour compléter l'étude des performances de nos modèles, nous véri�ons par la suite que
cette propriété asymptotique est véri�ée pour nos estimateurs et pour di�érents niveau
de quantiles. Avec cette propriété asymptotique, on peut aussi construire des tests ou des
intervalles de con�ance autour de � � . Pour cela, il existe plusieurs méthodes d'inférence.
Certaines d'entre elles s'appuient sur une estimation directe de la variance asymptotique
en partant du théorème B. Cette démarche est complexi�ée par la présence de la densité
conditionnelle f � � (0jX ). D'autres méthodes se basent soit sur les tests de rang [55] soit
sur du bootstrap mais sont coûteuses en temps de calcul.

En�n, la régression quantile permet de ne pas supposera priori que les variables expli-
catives ont un e�et homogène sur l'ensemble de la distribution de la variable d'intérêtY .
Cette hypothèse peut être testée à partir des estimations obtenues. Par exemple, on peut
tester l'homogénéité de l'e�et d'une variable X k correspondant à l'égalité des coe�cients
� k;� 1 ; : : : ; � k;� m où (� 1; : : : ; � m ) peuvent être par exemple l'ensemble des déciles. Pour
cela on s'appuie sur la distribution asymptotique jointe (�̂ � 1 ; : : : ; �̂ � m ) donnée par une
généralisation du théorème B à plusieurs quantiles.
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Résumé

L'évolution du contexte énergétique mondial et la
lutte contre le changement climatique ont conduit
à l'accroissement des capacités de production
d'énergie renouvelable. Les énergies renouve-
lables sont caractérisées par une forte variabilité
due à leur dépendance aux conditions météoro-
logiques. La maîtrise de cette variabilité consti-
tue un enjeu important pour les opérateurs du
système électrique, mais aussi pour l'atteinte des
objectifs européens de réduction des émissions
de gaz à effet de serre, d'amélioration de l'ef�ca-
cité énergétique et de l'augmentation de la part
des énergies renouvelables. Dans le cas du pho-
tovoltaïque (PV), la maitrise de la variabilité de
la production passe par la mise en place d'outils
qui permettent de prévoir la production future des
centrales. Ces prévisions contribuent entre autres
à l'augmentation du niveau de pénétration du PV,
à l'intégration optimale dans le réseau électrique,
à l'amélioration de la gestion des centrales PV et
à la participation aux marchés de l'électricité.
L'objectif de cette thèse est de contribuer à l'amé-
lioration de la prédictibilité à court-terme (moins
de 6 heures) de la production PV. Dans un pre-
mier temps, nous analysons la variabilité spatio-
temporelle de la production PV et proposons une
méthode de réduction de la non-stationnarité des
séries de production. Nous proposons ensuite un
modèle spatio-temporel de prévision déterministe
qui exploite les corrélations spatio-temporelles
entre les centrales réparties sur une région. Les
centrales sont utilisées comme un réseau de cap-
teurs qui permettent d'anticiper les sources de va-
riabilité. Nous proposons aussi une méthode au-
tomatique de sélection des variables qui permet
de résoudre les problèmes de dimension et de
parcimonie du modèle spatio-temporel. Un mo-
dèle spatio-temporel probabiliste a aussi été dé-
veloppé aux �ns de produire des prévisions per-
formantes non seulement du niveau moyen de la
production future mais de toute sa distribution.
En�n nous proposons, un modèle qui exploite les
observations d'images satellites pour améliorer
la prévision court-terme de la production et une
comparaison de l'apport de différentes sources
de données sur les performances de prévision.

Mots Clés

Production photovoltaïque, séries temporelles,
spatio-temporel, prévision court-terme, station-
narité, densité, quantile, énergies renouvelables,
images satellites, NWP, sélection de variables

Abstract

The evolution of the global energy context and
the challenges of climate change have led to an
increase in the production capacity of renewable
energy. Renewable energies are characterized by
high variability due to their dependence on me-
teorological conditions. Controlling this variability
is an important challenge for the operators of the
electricity systems, but also for achieving the Eu-
ropean objectives of reducing greenhouse gas
emissions, improving energy ef�ciency and in-
creasing the share of renewable energies in EU
energy consumption. In the case of photovoltaics
(PV), the control of the variability of the production
requires to predict with minimum errors the future
production of the power stations. These forecasts
contribute to increasing the level of PV penetra-
tion and optimal integration in the power grid, im-
proving PV plant management and participating
in electricity markets.
The objective of this thesis is to contribute to the
improvement of the short-term predictability (less
than 6 hours) of PV production. First, we ana-
lyze the spatio-temporal variability of PV produc-
tion and propose a method to reduce the non-
stationarity of the production series. We then pro-
pose a deterministic prediction model that exploits
the spatio-temporal correlations between the po-
wer plants of a spatial grid. The power stations
are used as a network of sensors to anticipate
sources of variability. We also propose an au-
tomatic method for selecting variables to solve
the dimensionality and sparsity problems of the
space-time model. A probabilistic spatio-temporal
model has also been developed to produce ef-
�cient forecasts not only of the average level of
future production but of its entire distribution. Fi-
nally, we propose a model that exploits observa-
tions of satellite images to improve short-term fo-
recasting of PV production.

Keywords

Photovoltaic generation, time series analysis,
short-term forecasting, stationarity, probabilistic,
renewable energies, satellites images, numerical
weather prediction, variable selection
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